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	內容提要

	ChatGPT是OpenAI開發的人工智能聊天機器人程序，于2022年11月推出。它能夠自動生成一些表面上看起來像人類寫的文字，這是一件很厲害且出乎大家意料的事。那麼，它是如何做到的呢？又為何能做到呢？本書會大致介紹ChatGPT的內部機制，然後探討一下為什麼它能很好地生成我們認為有意義的文本。

	本書適合想瞭解ChatGPT的所有人閱讀。
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導讀序 奇事·奇人·奇書 奇事

	本書的主題—ChatGPT可謂奇事。

	從2022年11月發佈到現在半年多的時間，ChatGPT所引起的關注、產生的影響，可能已經超越了信息技術歷史上的幾乎所有熱點。

	它的用戶數2天達到100萬，2個月達到1億，打破了TikTok之前的紀錄。而在2023年5月它上架蘋果應用商店後，也毫無懸念地沖上了免費App榜榜首。

	許多人平生第一次接觸如此高智能、知錯能改的對話系統。雖然它很多時候會非常自信、“一本正經地胡說八道”，甚至連簡單的加減法也算不對，但如果你提示它錯了，或者讓它一步步地來，它就會很“靈”地變得非常靠譜，有條不紊地列出做事情的步驟，然後得出正確答案。對於一些複雜的任務，你正等著看它的笑話呢，它卻會不緊不慢地給你言之成理的回答，讓你大吃一驚。

	眾多業界專家也被它征服：原本不看好它甚至在2019年微軟投資OpenAI的決策中投了反對票的蓋茨，現在將ChatGPT與PC、互聯網等相提並論；英偉達CEO黃仁勳稱它帶來了AI的“iPhone時刻”；OpenAI的山姆·阿爾特曼（Sam Altman）將它比作印刷機；穀歌CEO孫達爾·皮柴（Sundar Pichai）說它是“火和電”······這些說法都與騰訊創始人馬化騰認為ChatGPT“幾百年不遇”的觀點不謀而合，總之都是說它開啟了新時代。阿裡巴巴CEO張勇的看法是：“所有行業、應用、軟件、服務，都值得基於大模型能力重做一遍。”以馬斯克為代表的很多專家更是因為ChatGPT的突破性能力可能對人類產生威脅，呼籲應該暫停強大AI模型的開發。

	在剛剛結束的2023智源大會上，山姆·阿爾特曼很自信地說AGI（artificial general intelligence，通用人工智能）很可能在十年之內到，需要全球合作解決由此帶來的各種問題。而因為共同推動深度學習從邊緣到舞臺中央而獲得圖靈獎的三位科學家，意見卻明顯不同：

	—楊立昆（Yann LeCun）明確表示GPT代表的自回歸大模型存在本質缺陷，需要圍繞世界模型另尋新路，所以他對AI的威脅並不擔心；

	—約書亞·本吉奧（Yoshua Bengio）雖然也不認同單靠GPT路線就能通向AGI（他看好將貝葉斯推理與神經網絡結合），但承認大模型存在巨大潛力，從第一性原理來看也沒有明顯的天花板，因此他在呼籲暫停AI開發的公開信上簽了字；

	—壓軸演講的傑弗裡·辛頓（Geoffrey Hinton）顯然同意自己的弟子伊爾亞·蘇茨克維（Ilya Sutskever）提出的“大模型能學到真實世界的壓縮表示”的觀點，他意識到具備反向傳播機制（通俗地說就是內置“知錯能改”機制）而且能輕易擴大規模的人工神經網絡的智能可能會很快超過人類，因此他也加入到呼籲抵禦AI風險的隊伍中來。

	以ChatGPT為代表的人工神經網絡的逆襲之旅，在整個科技史上也算得上跌宕起伏。它曾經在流派眾多的人工智能界內部屢受歧視和打擊。不止一位天才先驅以悲劇結束一生：1943年，沃爾特·皮茨（Walter Pitts）在與沃倫·麥卡洛克（Warren McCulloch）共同提出神經網絡的數學表示時才20歲，後來因為與導師維納失和而脫離學術界，最終因飲酒過度於46歲辭世；1958年，30歲的弗蘭克·羅森布拉特（Frank Rosenblatt）通過感知機實際實現了神經網絡，而1971年，他在43歲生日那天溺水身亡；反向傳播的主要提出者大衛·魯梅爾哈特（David Rumelhart）則正值盛年（50多歲）就罹患了罕見的不治之症，1998年開始逐漸失智，最終在與病魔鬥爭十多年後離世······

	一些頂級會議以及明斯基這樣的學術巨人都曾毫不客氣地反對甚至排斥神經網絡，逼得辛頓等人不得不先後採用“關聯記憶”“並行分布式處理”“卷積網絡”“深度學習”等中性或者晦澀的術語為自己贏得一隅生存空間。

	辛頓自己從20世紀70年代開始，堅守冷門方向幾十年。從英國到美國，最後立足曾經的學術邊陲加拿大，他在資金支持匱乏的情況下努力建立起一個人數不多但精英輩出的學派。

	直到2012年，他的博士生伊爾亞·蘇茨克維等在ImageNet比賽中用新方法一飛沖天，深度學習才開始成為AI的顯學，並廣泛應用於各個產業。2020年，他又在OpenAI帶隊，通過千億參數的GPT—3開啟了大模型時代。

	ChatGPT自己的身世也極富有戲劇性。

	2015年，30歲的山姆·阿爾特曼和28歲的格雷格·布羅克曼（Greg Brockman）與馬斯克聯手，召集了30歲的蘇茨克維等多位AI頂級人才，共同創立OpenAI，希望在穀歌、Facebook等諸多巨頭之外，建立中立的AI前沿科研陣地，並且雄心勃勃地把構建與人類水平相當的人工智能作為自己的目標。那時候，媒體報道基本上都以馬斯克支持成立了一家非營利AI機構為標題，並沒有多少人看好OpenAI。甚至連蘇茨克維這樣的靈魂人物，在加入前也經歷了一番思想鬥爭。

	前三年，他們在強化學習、機器人、多智能體、AI安全等方面多線出擊，的確沒有取得特別有說服力的成果。以至於主要贊助人馬斯克對進展不滿意，動了要來直接管理的念頭。在被理事會拒絕後，他選擇了離開。

	2019年3月，山姆·阿爾特曼開始擔任OpenAI的CEO，並在幾個月內完成了組建商業公司、獲得微軟10億美元投資等動作，為後續發展做好了準備。

	在科研方面，2016年，富蘭克林·歐林工程學院本科畢業兩年的亞曆克·拉德福德（Alec Radford）加入OpenAI，開始發力。作為 主要作者，他在蘇茨克維等的指導下，連續完成了PPO（2017）、GPT-1(2018)、GPT-2(2019)、Jukebox(2020)、ImageGPT （2020）、CLIP（2021）和Whisper（2022）等多項開創性工作。 尤其是2017年關於情感神經元的工作，開創了“預測下一個字符”的極簡架構結合大模型、大算力、大數據的技術路線，對後續的GPT產生了關鍵影響。

	GPT的發展也不是一帆風順的。

	從下頁圖中可以清晰地看到，GPT—1的論文發表之後，OpenAI這種有意為之的更加簡單的Decoder—Only架構（準確地講是帶自回歸的Encoder—Decoder架構）並沒有得到太多關注，風頭都被穀歌幾個月之後發佈的BERT（Encoder-Only架構，準確地講是Encoder- 非自回歸的Decoder架構）搶去了。隨後，出現了一系列xxBERT類的很有影響的工作。
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	（大模型進化樹，出自Amazon楊靖鋒等2023年4月的論文“Harnessing the Power of LLMs in Practice”)

	今天，BERT論文的引用數已經超過6.8萬，比GPT—1論文的不到6000仍然高了一個數量級。兩篇論文的技術路線不同，無論是學術界還是工業界，幾乎所有人當時都選擇了BERT陣營。

	2019年2月發佈的GPT—2將最大參數規模提升到15億級別，同時使用了更大規模、更高質量和更多樣的數據，模型開始展現很強的通用能力。當時令GPT—2登上技術社區頭條的，還不是研究本身（直到今天，它的論文引用數也只有6000出頭，遠不如BERT），而是OpenAI出於安全考慮，一開始只開源了最小的3.45億參數模型，引起軒然大波。社區對OpenAI不“Open”的印象，就始自這裡。

	這前後，OpenAI還做了規模對語言模型能力影響的研究，提出了“規模法則”（scaling law），確定了整個組織的主要方向：大模型。為此，OpenAI將強化學習、機器人等其他方向都砍掉了。難能可貴的是，大部分核心研發人員選擇了留下。他們改變自己的研究方向，放棄小我，集中力量做大事—很多人轉而做工程和數據等方面的工作，或者圍繞大模型重新定位自己的研究方向（比如強化學習就在GPT3.5以及之後的演進中發揮了重大作用）。這種組織上的靈活性，也是OpenAI能成功的重要因素。

	2020年，GPT-3橫空出世，NLP（natural language processing，自然語言處理）小圈子裡的一些有識之士開始意識到OpenAI技術路線的巨大潛力。在中國，北京智源人工智能研究院聯合清華大學等高校推出了GLM、CPM等模型，並積極在國內學術界推廣大模型理念。從上頁關於大模型進化樹的圖中可以看到，2021年之後，GPT路線已經完全佔據上風，而BERT這一“物種”的進化樹幾乎停止了。

	2020年底，OpenAI的兩位副總達裡奧·阿莫迪（Dario Amodei）和 丹妮拉·阿莫迪（Daniela Amodei）（同時也是兄妹）帶領GPT-3和 安全團隊的多位同事離開，創辦了Anthropic。達裡奧·阿莫迪在OpenAI的地位非同一般：他是伊爾亞·蘇茨克維之外，技術路線圖的另一個制定者，也是GPT—2和GPT—3項目以及安全方向的總負責人。而隨他離開的，有GPT—3和規模法則論文的多位核心人員。

	一年後，Anthropic 發表論文“A General Language Assistant as a Laboratory for Alignment”，開始用聊天助手研究對齊問題，此後逐漸演變為Claude這個智能聊天產品。

	2022年6月，論文“Emergent Abilities of Large Language Models＂發佈，第一作者是僅從達特茅斯學院本科畢業兩年的穀歌研究員Jason Wei（今年2月，他在穀歌的“精英跳槽潮”中去了OpenAI）。

	他在論文中研究了大模型的湧現能力，這類能力在小模型中不存在，只有模型規模擴大到一定量級才會出現—也就是我們熟悉的“量變會導致質變”。

	當年11月中旬，本來一直在研發GPT—4的OpenAI員工收到管理層的指令：所有工作暫停，全力推出一款聊天工具，原因是有競爭。兩周後，ChatGPT誕生。這之後的事情已經載入史冊。

	業界推測，OpenAI管理層應該是得知了Anthropic Claude的進展，意識到這一產品的巨大潛力，決定先下手為強。這展現出核心人員超強的戰略判斷力。要知道，即使是ChatGPT的核心研發人員也不知道為什麼該產品推出後會這麼火（“我爸媽終於知道我在幹什麼了”），他們在自己試用時完全沒有驚豔的感覺。

	2023年3月，在長達半年的“評估、對抗性測試和對模型及系統級緩解措施的迭代改進”之後，GPT—4發佈。微軟研究院對其內部版本（能力超出公開發佈的線上版本）研究的結論是：“在所有這些任務中，GPT—4的表現與人類水平接近得驚人······鑒於GPT—4的廣度和深度，我們認為它可以合理地被視為AGI系統早期（但仍然不完整）的版本。”

	此後，國內外的企業和科研機構紛紛跟進，幾乎每週就有一個甚至多個新模型推出。但在綜合能力上，OpenAI仍然一騎絕塵，唯一可以與之抗衡的，是Anthropic。

	 

	很多人會問：為什麼中國沒有產生ChatGPT？其實正確的問題（prompt）應該是：為什麼全世界只有OpenAI能做出ChatGPT？ 他們成功的原因是什麼？

	對此的思考，到今天仍有意義。ChatGPT，真奇事也。 奇人本書作者斯蒂芬·沃爾弗拉姆（Stephen Wolfram）可謂奇人。
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	他雖然並不是馬斯克那種在大眾層面婦孺皆知的科技名人，但在科技極客小圈子裡名氣很大，被稱為“在世的最聰明的人”。穀歌的創始人之一謝爾蓋·布林（Sergey Brin）在大學期間曾經慕名到沃爾弗拉姆的公司實習。而搜狗和百川智能的創始人王小川更是他有名的鐵杆粉絲，“帶著崇敬和狂熱的心······關注和追隨多年”。

	沃爾弗拉姆小時候是出名的神童。因為他不屑於看學校推薦的“蠢書”，而且算術不好，所以一開始老師們還以為“這孩子不行”。

	 

	結果人家13歲就自己寫了幾本物理書，其中之一名為《亞原子粒子物理》。

	他15歲在Australian Journal of Physics上發表了一篇正兒八經的高能物理論文“Hadronic Electrons？”，提出了一種新形式的高能電子—強子耦合。這篇論文還被引用了5次。

	[image: A paper with text and images

Description automatically generated]

	在英國的伊頓公學、牛津大學等名校，沃爾弗拉姆都是“晃”了幾年，也不怎麼上課。他厭惡已經被人解決的問題，結果沒畢業就“跑”了。最後，20歲的他在美國加州理工學院直接拿了博士學位，導師是大名鼎鼎的費曼。隨後他留校，成為加州理工學院的教授。

	1981年，沃爾弗拉姆榮獲第一屆麥克阿瑟獎（俗稱“天才獎”），是最年輕的獲獎者。同一批獲獎的其他人都是各學科的大家，包括1992年諾貝爾文學獎得主沃爾科特。

	他很快對純物理失去了興趣。1983年，他轉到普林斯頓高等研究院，開始研究元胞自動機，希望找到更多自然和社會現象的底層規律。這一轉型產生了巨大影響。他成為複雜系統這一學科的開創者之一，有人認為他做出了諾貝爾獎級的工作。20多歲的他也的確與諾貝爾獎得主蓋爾曼、菲利普·安德森（正是他在1972年發表的文章“More is Different”中提出了emergency，即湧現這一概 念）等一起參與了聖塔菲研究所的早期工作，並在UIUC創立了複雜系統研究中心。他還創辦了學術期刊Complex Systems。

	為了更方便地做與元胞自動機相關的計算機實驗，他開發了數學軟件Mathematica（這個名字是他的好友喬布斯取的），進而創辦了軟件公司Wolfram Research，轉身成為一名成功的企業家。Mathematica軟件的強大，可以從本書後面對ChatGPT解讀時高度抽象和清晰的語法中直觀地感受到。說實話，這讓我動了想認真學一下該軟件和相關技術的念頭。

	1991年，沃爾弗拉姆又返回研究狀態，開始“晝伏夜出”，每天深夜埋頭做實驗、寫作長達十年，出版了1000多頁的巨著《一種新科學》（A New Kind of Science）。書中的主要觀點是：萬事皆計算，宇宙中的各種複雜現象，不論是人產生的還是自然中自發的，都可以用一些規則簡單地計算和模擬。Amazon上書評的說法可能更好懂：“伽利略曾宣稱自然界是用數學的語言書寫的，但沃爾弗拉姆認為自然界是用編程語言（而且是非常簡單的編程語言）書寫的。”而且這些現象或者系統，比如人類大腦的工作和氣象系統的演化，在計算方面是等效的，具有相同的複雜度，這稱為“計算等價原理”。

	這本書很暢銷，因為它的語言很通俗，又有近千幅圖片，但是也受到了學術界尤其是物理界人士的很多批評。這些批評主要集中在書中的理論並不是原創的（圖靈關於計算複雜性的工作、康威的生命遊戲等都與此類似），而且缺乏數學嚴謹性，因此很多結論很難經得住檢驗（比如自然選擇不是生物複雜性的根本原因，圖靈公司出版的圖書《量子計算公開課》的作者斯科特·阿倫森也指出沃爾弗拉姆的方法無法解釋量子計算中非常核心的貝爾測試的結果）。

	而沃爾弗拉姆回應批評的方式是推出Wolfram｜Alpha知識計算引擎，它被很多人認為是第一項真正實用的人工智能技術。它結合了知識和算法，用戶採用自然語言發出命令，系統即可直接返回答案。全世界的用戶都可以通過網頁、Siri、Alexa甚至ChatGPT插件來使用這個強大的系統。

	如果我們從以ChatGPT為代表的神經網絡的角度來看沃爾弗拉姆的理論，就會發現一種暗合關係：GPT底層的自回歸架構，與很多機器學習模型不同，的確可以歸類為“規則簡單的計算”，而且其能力也是通過量變的累積湧現出來的。

	沃爾弗拉姆經常為好萊塢的科幻電影做技術支持，用Mathematica和Wolfram編程語言生成一些逼真的效果，比較著名的包括《星際穿越》裡的黑洞引力透鏡效應，以及《降臨》裡掌握以後就能夠超越時空的神奇外星語言，非常富有想像力。
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	他當年最終離開學術界，和與普林斯頓同事不和有關。老師費曼寫信勸他：“你不會理解普通人的想法的，他們對你來說只是傻瓜。”

	我行我素，活出了精彩的人生。

	
斯蒂芬·沃爾弗拉姆真奇人也。

	 

	奇書奇事＋奇人，本書當然可謂奇書了。

	像斯蒂芬·沃爾弗拉姆這樣的大神能動手為廣大讀者極為關注的主題寫一本通俗讀物，這本身就是一個奇跡。

	他40年前從純物理轉向複雜系統的研究，就是想解決人類智能等現象的第一性原理，因此有很深的積累。因為他交遊廣泛，與傑弗裡·辛頓、伊爾亞·蘇茨克維、達裡奧·阿莫迪等關鍵人物都有交流，所以有第一手資料，保證了技術的準確性。難怪本書出版後，OpenAI的CEO稱之為“對ChatGPT原理最佳的解釋”。

	全書包括兩篇文章，篇幅很短，但是把關於ChatGPT的最重要的點都講到了，而且講得通俗透徹。

	我在圖靈社區發起了“ChatGPT共學營”，與各種技術水平、專業背景的同學有很多交流，發現要理解大模型，正確建立一些核心概念是非常關鍵的。沒有這些支柱，即使你是資深的算法工程師，認知也可能會有很大的偏差。

	比如，GPT技術路線的一大核心理念，是用最簡單的自回歸生成架構來解決無監督學習問題，也就是利用無須人特意標注的原始數據，學習其中對世界的映射。自回歸生成架構，就是書中講得非常通俗的“只是一次添加一個詞”。這裡特別要注意的是，選擇這種架構並不是為了做生成任務，而是為了理解或者學習，是為了實現模型的通用能力。在2020年之前甚至之後的幾年裡，業界很多專業人士想當然地以為GPT是搞生成任務的，所以選擇了無視。殊不知GPT—1論文的標題就是“通過生成式預訓練改進語言理解”(“Improving Language Understanding by Generative Pre-Training")。

	再比如，對於沒有太多技術背景或者機器學習背景的讀者來說，瞭解人工智能最新動態時可能遇到的直接困難，是聽不懂總是出現的基本概念“模型”“參數（在神經網絡中就是權重）”是什麼意思，而且這些概念很難講清楚。本書中，大神作者非常貼心地用直觀的例子（函數和旋鈕）做瞭解釋（參見“什麼是模型”一節）。

	關於神經網絡的幾節圖文並茂，相信對各類讀者更深刻地理解神經網絡及其訓練過程的本質，以及損失函數、梯度下降等概念都很有幫助。

	作者在講解中也沒有忽視思想性，比如下面的段落很好地介紹了深度學習的意義：

	“深度學習”在2012年左右的重大突破與如下發現有關：與權重相對較少時相比，在涉及許多權重時，進行最小化（至少近似）可能會更容易。

	換句話說，有時候用神經網絡解決複雜問題比解決簡單問題更容易—這似乎有些違反直覺。大致原因在於，當有很多“權重變量”時，高維空間中有“很多不同的方向”可以引導我們到達最小值；而當變量較少時，很容易陷入局部最小值的“山湖”，無法找到“出去的方向”。

	而下面這一段講清楚了端到端學習的價值：

	在神經網絡的早期發展階段，人們傾向於認為應該“讓神經網絡做盡可能少的事”。例如，在將語音轉換為文本時，人們認為應該先分析語音的音頻，再將其分解為音素，等等。但是後來發現，（至少對於“類人任務”）最好的方法通常是嘗試訓練神經網絡來“解

	決端到端的問題”，讓它自己“發現”必要的中間特徵、編碼等。掌握這些概念的“why”，有益於理解GPT的大背景。

	嵌入這個概念無論對從事大模型研發的算法研究者、基於大模型開發應用的程序員，還是想深入瞭解GPT的普通讀者，都是至關重要的，也是“ChatGPT的中心思想”，但是它比較抽象，不是特別容易理解。本書“＇嵌入”的概念”一節是我見過的對這一概念最好的解釋，通過圖、代碼和文字這三種解讀方式，讓大家都能掌

	 

	握。當然，後文中“意義空間和語義運動定律”一節還有多張彩圖，可以進一步深化這一概念。““嵌入＇的概念”一節最後還介紹了什麼是標記（token），並舉了幾個直觀的英文例子。

	接下來對ChatGPT工作原理和訓練過程的介紹也通俗而不失嚴謹。不僅把Transformer這個比較複雜的技術講得非常細緻，而且如實告知了目前理論上並沒有搞清楚為什麼這樣就有效果。

	第一篇最後結合作者的計算不可約理論，將對ChatGPT的理解上升到一個高度，與伊爾亞·蘇茨克維在多個訪談裡強調的“GPT的大思路是通過生成來獲取世界模型的壓縮表示”異曲同工。

	在我看來，下面這一段落是非常引人深思的：

	產生“有意義的人類語言”需要什麼？過去，我們可能認為人類大腦必不可少。但現在我們知道，ChatGPT的神經網絡也可以做得非常出色······我強烈懷疑ChatGPT的成功暗示了一個重要的“科學”事實：有意義的人類語言實際上比我們所知道的更加結構化、更加簡單，最終可能以相當簡單的規則來描述如何組織這樣的語言。

	語言是嚴肅思考、決策和溝通的工具。從孩子的成長過程來看，相比感知、行動，語言應該是智能中更難的任務。但ChatGPT很可能已經攻破了其中的密碼，正如Wolfram說的“它也在某種意義上

	 

	“鑽研＇到了，不必考慮可能的不同措辭，就能＇以語義上有意義的方式組織語言＇的地步”。這確實預示著未來我們通過計算語言或者其他表示方式，有可能進一步大幅提升整體的智能水平。

	由此推廣開來，人工智能的進展有可能在各學科產生類似的效應：以前認為很難的課題，其實換個角度來看並不是那麼難的。加上GPT這種通用智能助手的“加持”，“一些任務從基本不可能變成了基本可行”，最終使全人類的科技水平達到新高度。

	本書的第二篇介紹了ChatGPT和Wolfram｜Alpha系統的對比與結 合，有較多實例。如果說GPT這種通用智能更像人類，而大部分人類其實是天生不擅長精確計算和思考的，那麼未來通用模型與專用模型的結合，應該也是前景廣闊的發展方向。

	稍有遺憾的是，本書只重點講了ChatGPT的預訓練部分，而沒有過多涉及後面也很重要的幾個微調步驟：監督微調（supervisedfine—tuning，SFT）、獎勵建模和強化學習。這方面比較好的學習資料是OpenAI創始成員、前Tesla AI負責人安德烈·卡帕斯（Andrej Karpathy）2023年5月在微軟Build大會上的演講“State of GPT”。
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	在本書包含的兩篇之外，沃爾弗拉姆還有一篇關於ChatGPT的文章“Wil AIs Take All Our Jobs and End Human History-or Not？Well， It＇s Complicated...”，在更高層次上和更大範圍內思考了ChatGPT的 意義和影響。它也是《一種新科學》一書的延伸，充分體現了沃爾弗拉姆的思考深度。

	關於AI能力的上限，他認為，根據“計算等價原理”，ChatGPT這種通用人工智能的出現證明瞭“（人類）本質上沒有任何特別的東西—事實上，在計算方面，我們與自然中許多系統甚至是簡單程序基本上是等價的”。因此，曾經需要人類努力完成的事情，會逐漸自動化，最終能通過技術免費完成。很多人認為是人類特有的創造力或原創力、情感、判斷力等，AI應該也能夠擁有。最終，AI也會逐步發展出自己的世界。這是一種新的生態，可能有自己的憲章，人類需要適應，與之共存共榮。

	那麼，人類還剩下些什麼優勢呢？

	根據“計算不可約性原理”（即“總有一些計算是沒有捷徑來加速或者自動化的”，作者認為這是思考AI未來的核心），複雜系統中總是存在無限的“計算可約區”，這正是人類歷史上能不斷出現科學創新、發明和發現的空間。所以，人類會不斷向前沿進發，而且永遠有前沿可以探索。同時，“計算不可約性原理”也決定了，人類、AI、自然界和社會等各種計算系統具有根本的不可預測性，始終存在“收穫驚喜的可能”。人類可貴的，是有內在驅動力和內在體驗，能夠內在地定義目標或者意義，從而最終定義未來。

	我們又應該怎麼做呢？

	沃爾弗拉姆給出了如下建議。

	
		最高效的方式是發掘新的可能性，定義對自己有價值的東西。

		從現在的回答問題轉向學會如何提出問題，以及如何確定哪些問題值得提出。也就是從知識執行轉向知識戰略。

		知識廣度和思維清晰度將很重要。

		直接學習所有詳細的知識已經變得不必要了：我們可以在更高的層次上學習和工作，抽象掉許多具體的細節。“整合”，而不是專業化。盡可能廣泛、深入地思考，盡可能多地調用知識和範式。

		學會使用工具來做事。過去我們更倚重邏輯和數學，以後要特別注意利用計算範式，並運用與計算直接相關的思維方式。



	的確，GPT可能對我們的工作、學習和生活方式產生巨大的影響，需要我們轉換思維方式，需要新型的學習和交流方式。這正是我在圖靈社區發起“ChatGPT共學營”的初衷。共學營是一個“課＋群＋書”的付費學習社區，這裡不僅有我和眾多專家的分享（開放和閉門直播課），有來自不同背景、不同行業、不同專業的同學每天在一起交流（微信群包含幾千名優秀同學），還有系統的知識沉澱（電子書和知識庫）。共學營中還提供了本書的導讀課，以及“State of GPT”演講的視頻和中文精校文圖，歡迎大家加入。
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	劉江 圖靈公司聯合創始人、前總編，曾任北京智源人工智能研究院副院長、美團技術學院院長

	前言

	本書試圖用第一性原理解釋ChatGPT的工作原理，以及它為何奏效。可以說這是一個關於技術的故事，也可以說這是一個關於科學的故事、一個關於哲學的故事。為了講述這個故事，我們必須彙集數個世紀以來的一系列非凡的想法和發現。

	看到自己長期以來感興趣的眾多事物一起得到突飛猛進的發展，我感到非常興奮。從簡單程序的複雜行為到語言及其含義的核心特徵，再到大型計算機系統的實用性，所有這些都是ChatGPT故事的一部分。

	ChatGPT的基礎是人工神經網絡（本書中一般簡稱為神經網絡或網絡），後者最初是在20世紀40年代為了模擬理想化的大腦運作方式而發明的。我自己在1983年第一次編寫出了一個神經網絡，但它做不了什麼有趣的事情。然而40年後，隨著計算機的速度提高上百萬倍，數十億頁文本出現在互聯網上，以及一系列重大的工程創新，情況已然大不相同。出乎所有人意料的是，一個比我在1983年構建的神經網絡大10億倍的神經網絡能夠生成有意義的人類語言，而這在之前被認為是人類獨有的能力。

	本書包含我在ChatGPT問世後不久寫的兩篇長文。第一篇介紹了ChatGPT，並且解釋了它為何擁有像人類一樣的生成語言的能力。第二篇則展望了ChatGPT的未來，預期它能使用計算工具來做到人類所不能做到的事，特別是能夠利用 Wolfram｜Alpha系統對知識進行計算（computational knowledge，在後文中簡稱為計算知識）的 “超能力”。

	雖然距離ChatGPT的發佈僅過了三個月，我們也才剛剛開始瞭解它給我們的實際生活和思維能力可能帶來的影響，但就目前而言，它的到來提醒我們，即使在已經發明和發現一切之後，仍有收穫驚喜的可能。

	斯蒂芬·沃爾弗拉姆 2023年2月28日
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它只是一次添加一個詞

	ChatGPT可以自動生成類似於人類書寫的文本，這非常了不起，也非常令人意外。它是如何做到的呢？這為什麼會奏效呢？我在這裡將概述ChatGPT內部的工作方式，然後探討為什麼它能夠如此出色地產生我們認為有意義的文本。必須在開頭說明，我會重點關注宏觀的工作方式，雖然也會提到一些工程細節，但不會深入探討。［這裡提到的本質不僅適用於ChatGPT，也同樣適用於當前的其他“大語言模型”（large language model，LLM）。］

	首先需要解釋，ChatGPT從根本上始終要做的是，針對它得到的任何文本產生“合理的延續”。這裡所說的“合理”是指，“人們在看到諸如數十億個網頁上的內容後，可能期待別人會這樣寫”。

	假設我們手裡的文本是“The best thing about AI is its ability to” （AI最棒的地方在於它能）。想像一下瀏覽人類編寫的數十億頁文本（比如在互聯網上和電子書中），找到該文本的所有實例，然後看看接下來出現的是什麼詞，以及這些詞出現的概率是多少。ChatGPT實際上做了類似的事情，只不過它不是查看字面上的文本，而是尋找在某種程度上“意義匹配”的事物（稍後將解釋）。

	最終的結果是，它會列出隨後可能出現的詞及其出現的“概率”（按“概率”從高到低排列）。
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Description automatically generated]值得注意的是，當ChatGPT做一些事情，比如寫一篇文章時，它實質上只是在一遍又一遍地詢問“根據目前的文本，下一個詞應該是什麼”，並且每次都添加一個詞。［正如我將要解釋的那樣，更準確地說，它是每次都添加一個“標記”（token），而標記可能只是詞的一部分。這就是它有時可以“造詞”的原因。］

	好吧，它在每一步都會得到一個帶概率的詞列表。但它應該選擇將哪一個詞添加到正在寫作的文章中呢？有人可能認為應該選擇“排名最高”的詞，即分配了最高“概率”的詞。然而，這裡出現了一點兒玄學①的意味。出於某種原因—也許有一天能用科學解釋—如果我們總是選擇排名最高的詞，通常會得到一篇非常“平淡”的文章，完全顯示不出任何“創造力”（有時甚至會一字不差地重複前文）。但是，如果有時（隨機）選擇排名較低的詞，就會得到一篇“更有趣”的文章。

	
	1 原文為voodoo，即巫術。—編者注



	這裡存在隨機性意味著，如果我們多次使用相同的提示（prompt），每次都有可能得到不同的文章。而且，符合玄學思想的是，有一個所謂的“溫度”參數來確定低排名詞的使用頻率。對於文章生成來說，“溫度”為0.8似乎最好。（值得強調的是，這裡沒有使用任何“理論”，“溫度”參數只是在實踐中被發現有效的一種方法。例如，之所以採用“溫度”的概念，是因為碰巧使用了在統計物理學中很常見的某種指數分佈①，但它與物理學之間並沒有任何實際聯繫，至少就我們目前所知是這樣的。）

	在進入下一節之前，需要解釋一下，為了方便闡述，我在大多數情況下不會使用ChatGPT中的完整系統，而是使用更簡單的GPT—2系統，它的優點是足夠小，可以在標準的臺式計算機上運行。因此，對於書中展示的所有原理，我都能附上明確的Wolfram語言代碼，你可以立即在自己的計算機上運行。

	例如，通過以下方式可以獲得前頁列出的概率表。首先，需要檢索底層的“語言模型”。

	[image: A screen shot of a computer

Description automatically generated]稍後，我們將深入瞭解這個神經網絡，並談談它的工作原理。現在，我們可以把這個“網絡模型”當作黑盒，應用到之前的文本中，並詢問模型哪5個詞緊隨其後的概率最高。

	
	1 具體而言，這裡指的應當是玻爾茲曼分佈。—編者注



	[image: A black text on a white background

Description automatically generated]

	如下獲取結果並將其轉換為明確格式化的“數據集”。

	[image: A table with text and numbers

Description automatically generated]

	如果反復“應用模型”，在每一步都添加概率最高的詞［在此代碼中指定為模型所做的“決策”（decision）］，則會發生以下情況。

	[image: A white text on a white background

Description automatically generated]

	如果繼續下去呢？在此（“零溫度”①）情況下，文本很快就會變得混亂和重複。

	[image: A close up of text

Description automatically generated]

	 

	但是，如果我們不總是選擇“排名最高”的詞，而是有時隨機選擇“非排名最高”的詞（通過將“溫度”參數從0調高到0.8來獲得這種隨機性）呢？我們同樣可以構建文本：

	[image: A white background with black text

Description automatically generated]每次執行此操作時，都會進行不同的隨機選擇，文本也會不同，就像這5個例子一樣。

	
	1 “零溫度”指的是“溫度”參數為0，即選擇按概率排名最高的詞。—編者注



	[image: A list of black text

Description automatically generated]值得指出的是，即使在（溫度為0.8的）第一步，也有許多可能的“下一個詞”可供選擇，儘管它們的概率迅速減小（是的，如下面的對數圖所示，點的連線對應於n1次冪律衰減，這是語言的一般統計特徵）。

	[image: A graph with words on it

Description automatically generated]如果再繼續下去會發生什麼呢？下面是一個隨機的例子。雖然比選擇排名最高的詞（零溫度）的情況好，但還是有點奇怪。

	[image: A white text with black text

Description automatically generated]這是使用最簡單的GPT—2模型（發佈於2019年）完成的。使用更新更大的GPT—3模型，結果會更好。下面是在提示相同但使用最大的GPT—3模型的情況下生成的零溫度文本。

	[image: A close up of text

Description automatically generated]

	下面是一個溫度為0.8的隨機示例。

	[image: A white background with black text

Description automatically generated]

	
概率從何而來

	ChatGPT總是根據概率選擇下一個詞，但是這些概率是從何而來的呢？讓我們從一個更簡單的問題開始：考慮逐字母（而非逐詞）地生成英文文本。怎樣才能計算出每個字母應當出現的概率呢？

	我們可以做一件很小的事，拿一段英文文本樣本，然後計算其中不同字母的出現次數。例如，下面的例子統計了維基百科上“cats”（貓）的條目中各個字母的出現次數。

	[image: A close-up of a number

Description automatically generated] 對“dogs”（狗）的條目也做同樣的統計。

	[image: A white background with black text and numbers

Description automatically generated]

	結果有些相似，但並不完全一樣。（毫無疑問，在“dogs”的條

	目中，字母o更常見，畢竟dog一詞本身就含有o。）不過，如果我們採集足夠大的英文文本樣本，最終就可以得到相當一致的結果。

	[image: A graph with numbers and symbols

Description automatically generated with medium confidence]這是在只根據這些概率生成字母序列時得到的樣本。

	[image: A close up of black text

Description automatically generated]我們可以通過添加空格將其分解成“詞”，就像這些“詞”也是具有一定概率的字母一樣。

	[image: Image]還可以通過強制要求“詞長”的分佈與英文中相符來更好地造“詞”。

	[image: Image]雖然並沒有碰巧得到任何“實際的詞”，但結果看起來稍好一些了。不過，要進一步完善，我們需要做的不僅僅是隨機地挑選每個字母。舉例來說，我們知道，如果句子中有一個字母q，那麼緊隨其後的下一個字母幾乎一定是u。

	以下是每個字母單獨出現的概率圖。

	[image: A graph of red bars

Description automatically generated with medium confidence]下圖則顯示了典型英文文本中字母對［二元（2—gram或bigram）字母］的概率。可能出現的第一個字母橫向顯示，第二個字母縱向顯示。

	[image: A colorful squares with letters

Description automatically generated with medium confidence]

	可以看到，q列中除了u行以外都是空白的（概率為零）。現在不再一次一個字母地生成“詞”，而是使用這些二元字母的概率，一次關注兩個字母。下面是可以得到的一個結果，其中恰巧包括幾個“實際的詞”。

	[image: Image]有了足夠多的英文文本，我們不僅可以對單個字母或字母對（二元字母）得到相當好的估計，而且可以對更長的字母串得到不錯的估計。如果使用逐漸變長的n元（n—gram）字母的概率生成“隨機的詞”，就能發現它們會顯得越來越“真實”。

	[image: A close-up of a text

Description automatically generated]現在假設—多少像ChatGPT所做的那樣—我們正在處理整個詞，而不是字母。英語中有大約50000個常用詞。通過查看大型的英文語料庫（比如幾百萬本書，總共包含幾百億個詞），我們可以估計每個詞的常用程度。使用這些信息，就可以開始生成“句子”了，其中的每個詞都是獨立隨機選擇的，概率與它們在語料庫中出現的概率相同。以下是我們得到的一個結果。

	[image: Image]毫不意外，這沒有什麼意義。那麼應該如何做得更好呢？就像處理字母一樣，我們可以不僅考慮單個詞的概率，而且考慮詞對或更長的n元詞的概率。以下是考慮詞對後得到的5個結果，它們都是從單詞cat開始的。

	[image: A close up of a paper

Description automatically generated]

	 

	結果看起來稍微變得更加“合理”了。可以想像，如果能夠使用足夠長的n元詞，我們基本上會“得到一個ChatGPT”，也就是說，我們得到的東西能夠生成符合“正確的整體文章概率”且像文章一樣長的詞序列。但問題在於：我們根本沒有足夠的英文文本來推斷出這些概率。

	在網絡爬取結果中可能有幾千億個詞，在電子書中可能還有另外幾百億個詞。但是，即使只有4萬個常用詞，可能的二元詞的數量也已經達到了16億，而可能的三元詞的數量則達到了60萬億。因此，我們無法根據已有的文本估計所有這些三元詞的概率。當涉及包含20個詞的“文章片段”時，可能的20元詞的數量會大於宇宙中的粒子數量，所以從某種意義上說，永遠無法把它們全部寫下來。

	我們能做些什麼呢？最佳思路是建立一個模型，讓我們能夠估計序列出現的概率—即使我們從未在已有的文本語料庫中明確看到過這些序列。ChatGPT的核心正是所謂的“大語言模型”，後者已經被構建得能夠很好地估計這些概率了。

	
什麼是模型

	假設你想（像16世紀末的伽利略一樣）知道從比薩斜塔各層掉落的炮彈分別需要多長時間才能落地。當然，你可以在每種情況下進行測量並將結果製作成表格。不過，你還可以運用理論科學的本質：建立一個模型，用它提供某種計算答案的程序，而不僅僅是在每種情況下測量和記錄。

	假設有一些（理想化的）數據可以告訴我們炮彈從斜塔各層落地所需的時間。

	[image: A graph of a number of red dots

Description automatically generated]如何計算炮彈從一個沒有明確數據的樓層落地需要多長時間呢？在這種特定情況下，可以使用已知的物理定律來解決問題。但是，假設我們只有數據，而不知道支配它的基本定律。那麼我們可能會做出數學上的猜測，比如也許應該使用一條直線作為模型。

	[image: A graph of a graph with red dots

Description automatically generated with medium confidence]雖然我們可以選擇不同的直線，但是上圖中的這條直線平均而言最接近我們擁有的數據。根據這條直線，可以估計炮彈從任意一層落地的時間。

	我們怎麼知道要在這裡嘗試使用直線呢？在某種程度上說，我們並不知道。它只是在數學上很簡單，而且我們已經習慣了許多測量數據可以用簡單的數學模型很好地擬合。還可以嘗試更複雜的數學模型，比如a＋bx＋cx2，能看到它在這種情況下做得更好。

	[image: A graph of a curve

Description automatically generated]不過，這也可能會出大問題。例如，下面是我們使用a＋b／x＋csinx能得到的最好結果。

	[image: A graph with red dots

Description automatically generated]

	必須理解，從來沒有“無模型的模型”。你使用的任何模型都有某種特定的基本結構，以及用於擬合數據的一定數量的“旋鈕”（也就是可以設置的參數）。ChatGPT使用了許多這樣的“旋鈕”—實際上有1750億個。

	但是值得注意的是，ChatGPT的基本結構—“僅僅”用這麼少的參數—足以生成一個能“足夠好”地計算下一個詞的概率的模型，從而生成合理的文章。

	
類人任務（human-like task）的模型

	上文提到的例子涉及為數值數據建立模型，這些數據基本上來自簡單的物理學—幾個世紀以來，我們已經知道可以用一些“簡單的數學工具”為其建模。但是對於ChatGPT，我們需要為人腦產生的人類語言文本建立模型。而對於這樣的東西，我們（至少目前）還沒有“簡單的數學”可用。那麼它的模型可能是什麼樣的呢？

	在討論語言之前，讓我們談談另一個類人任務：圖像識別。一個簡單的例子是包含數字的圖像（這是機器學習中的一個經典例子）。

	[image: A close up of numbers

Description automatically generated]我們可以做的一件事是獲取每個數字的大量樣本圖像。

	[image: A number on a white square

Description automatically generated]

	要確定輸入的圖像是否對應於特定的數字，可以逐像素地將其與已有的樣本進行比較。但是作為人類，我們似乎肯定做得更好；

	因為即使數字是手寫的，有各種塗抹和扭曲，我們也仍然能夠識別它們。

	[image: A number and a number

Description automatically generated with medium confidence]當為上一節中的數值數據建立模型時，我們能夠在取得給定的數值x之後，針對特定的a和b來計算出a＋bx。那麼，如果我們將圖像中每個像素的灰度值視為變量x1，是否存在涉及所有這些變量的某個函數，能（在運算後）告訴我們圖像中是什麼數字？事實證明，構建這樣的函數是可能的。不過難度也在意料之中，一個典型的例子可能涉及大約50萬次數學運算。

	最終的結果是，如果我們將一個圖像的像素值集合輸入這個函數，那麼輸出將是一個數，明確指出該圖像中是什麼數字。稍後，我們將討論如何構建這樣的函數，並瞭解神經網絡的思想。但現在，讓我們先將這個函數視為黑盒，輸入手寫數字的圖像（作為像素值的數組），然後得到它們所對應的數字。

	[image: A number on a white background

Description automatically generated]這裡究竟發生了什麼？假設我們逐漸模糊一個數字。在一小段時間內，我們的函數仍然能夠“識別”它，這裡為2。但函數很快就無法準確識別了，開始給出“錯誤”的結果。

	[image: A number on a white background

Description automatically generated]為什麼說這是“錯誤”的結果呢？在本例中，我們知道是通過模糊數字2來得到所有圖像的。但是，如果我們的目標是為人類在識別圖像方面的能力生成一個模型，真正需要問的問題是：面對一個模糊的圖像，並且不知道其來源，人類會用什麼方式來識別它？

	如果函數給出的結果總是與人類的意見相符，那麼我們就有了一個“好模型”。一個重大的科學事實是，對於圖像識別這樣的任務，我們現在基本上已經知道如何構建不錯的函數了。

	能“用數學證明”這些函數有效嗎？不能。因為要做到這一點，我們必須擁有一個關於人類所做的事情的數學理論。如果改變2的圖像中的一些像素，我們可能會覺得，仍應該認為這是數字2。但是隨著更多像素發生改變，我們又應該能堅持多久呢？這是一個關於人類視覺感知的問題。沒錯，對於蜜蜂或章魚的圖像，答案無疑會有所不同，而對於虛構的外星人的圖像，答案則可能會完全不同。

	
神經網絡

	用於圖像識別等任務的典型模型到底是如何工作的呢？目前最受歡迎而且最成功的方法是使用神經網絡。神經網絡發明於20世紀40年代—它在當時的形式與今天非常接近—可以視作對大腦工作機制的簡單理想化。

	人類大腦有大約1000億個神經元（神經細胞），每個神經元都能夠產生電脈衝，最高可達每秒約1000次。這些神經元連接成複雜的網絡，每個神經元都有樹枝狀的分支，從而能夠向其他數千個神經元傳遞電信號。粗略地說，任意一個神經元在某個時刻是否產生電脈衝，取決於它從其他神經元接收到的電脈衝，而且神經元不同的連接方式會有不同的“權重”貢獻。

	當我們“看到一個圖像”時，來自圖像的光子落在我們眼睛後面的（光感受器）細胞上，它們會在神經細胞中產生電信號。這些神經細胞與其他神經細胞相連，信號最終會通過許多層神經元。在此過程中，我們“識別”出這個圖像，最終“形成”我們“正在看數字2”的“想法”（也許最終會做一些像大聲說出“二”這樣的事情）。

	上一節中的“黑盒函數”就是這樣一個神經網絡的“數學化”版本。它恰好有11層（只有4個“核心層”）。

	[image: A close-up of a computer program

Description automatically generated]我們對這個神經網絡並沒有明確的“理論解釋”，它只是在1998年作為一項工程被構建出來的，而且被發現可以奏效。（當然，這與把我們的大腦描述為通過生物進化過程產生並沒有太大的區別。）

	好吧，但是這樣的神經網絡是如何“識別事物”的呢？關鍵在於吸引子（attractor）的概念。假設我們有手寫數字1和2的圖像。

	[image: A number symbols on a white background

Description automatically generated]

	我們希望通過某種方式將所有的1“吸引到一個地方”，將所有的2“吸引到另一個地方”。換句話說，如果一個圖像“更有可能是1”而不是2，我們希望它最終出現在“1的地方”，反之亦然。

	讓我們做一個直白的比喻。假設平面上有一些位置，用點表示（在實際生活場景中，它們可能是咖啡店的位置）。然後我們可以想像，自己從平面上的任意一點出發，並且總是希望最終到達最近的點（即我們總是去最近的咖啡店）。可以通過用理想化的“分水嶺”將平面分隔成不同的區域（“吸引子盆地”）來表示這一點。

	[image: A black line with red dots

Description automatically generated]

	我們可以將這看成是執行一種“識別任務”，所做的不是識別一個給定圖像“看起來最像”哪個數字，而是相當直接地看出哪個點距離給定的點最近。［這裡展示的沃羅諾伊圖（Voronoi diagram）將二維歐幾裡得空間中的點分隔開來。可以將數字識別任務視為在做一種非常類似的操作—只不過是在由每個圖像中所有像素的灰度形成的784維空間中。］

	那麼如何讓神經網絡“執行識別任務”呢？讓我們考慮下面這個非常簡單的情況。

	[image: A diagram of a number

Description automatically generated]

	我們的目標是接收一個對應於位置｛x，y｝的輸入，然後將其“識別”為最接近它的三個點之一。換句話說，我們希望神經網絡能夠計算出一個如下圖所示的關於｛x，y｝的函數。

	[image: A diagram of a graph

Description automatically generated with medium confidence]如何用神經網絡實現這一點呢？歸根結底，神經網絡是由理想化的“神經元”組成的連接集合—通常是按層排列的。一個簡單的例子如下所示。

	[image: A diagram of a network

Description automatically generated]

	每個“神經元”都被有效地設置為計算一個簡單的數值函數。為了“使用”這個網絡，我們只需在頂部輸入一些數（像我們的坐標x和y），然後讓每層神經元“計算它們的函數的值”並在網絡中將結果前饋，最後在底部產生最終結果。

	[image: A diagram of a network

Description automatically generated]

	在傳統（受生物學啟發）的設置中，每個神經元實際上都有一些來自前一層神經元的“輸入連接”，而且每個連接都被分配了一個特定的“權重”（可以為正或為負）。給定神經元的值是這樣確定的：先分別將其“前一層神經元”的值乘以相應的權重並將結果相加，然後加上一個常數，最後應用一個“閾值”（或“激活”）函數。用數學術語來說，如果一個神經元有輸入x＝｛x1，x2，···｝，那麼我們要計算f［w·x＋b］。對於權重w和常量b，通常會為網絡中的每個

	神經元選擇不同的值；函數f則通常在所有神經元中保持不變。

	計算w·x＋b只需要進行矩陣乘法和矩陣加法運算。激活函數f則使用了非線性函數（最終會導致非平凡的行為）。下面是一些常用的激活函數，這裡使用的是Ramp（或ReLU）。

	[image: A diagram of a function

Description automatically generated]對於我們希望神經網絡執行的每個任務（或者說，對於我們希望它計算的每個整體函數），都有不同的權重選擇。（正如我們稍後將討論的那樣，這些權重通常是通過利用機器學習根據我們想要的輸出的示例“訓練”神經網絡來確定的。）

	最終，每個神經網絡都只對應於某個整體的數學函數，儘管寫出來可能很混亂。對於上面的例子，它是

	[image: A white background with black text

Description automatically generated] 同樣，ChatGPT的神經網絡也只對應於一個這樣的數學函數—它實際上有數十億項。

	現在，讓我們回頭看看單個神經元。下圖展示了一個具有兩個輸入（代表坐標x和y）的神經元可以通過各種權重和常數（以及激活函數Ramp）計算出的一些示例。

	[image: A diagram of a square and a square

Description automatically generated]

	對於上面提到的更大的網絡呢？它的計算結果如下所示。

	[image: A diagram of a rainbow colored object

Description automatically generated]

	雖然不完全“正確”，但它接近上面展示的“最近點”函數。

	再來看看其他的一些神經網絡吧。在每種情況下，我們都使用機器學習來找到最佳的權重選擇。這裡展示了神經網絡用這些權重計算出的結果。

	[image: A diagram of different colors

Description automatically generated]

	更大的神經網絡通常能更好地逼近我們所求的函數。在“每個吸引子盆地的中心”，我們通常能確切地得到想要的答案。但在邊界處，也就是神經網絡“很難下定決心”的地方，情況可能會更加混亂。

	在這個簡單的數學式“識別任務”中，“正確答案”顯而易見。但在識別手寫數字的問題上，答案就不那麼明顯了。如果有人把2寫得像7一樣怎麼辦？類似的問題非常常見。儘管如此，我們仍然可以詢問神經網絡是如何區分數字的，下面給出了一個答案。

	[image: A group of black inked numbers

Description automatically generated with medium confidence]我們能“從數學上”解釋網絡是如何做出區分的嗎？並不能。它只是在“做神經網絡要做的事”。但是事實證明，這通常與我們人類所做的區分相當吻合。

	讓我們更詳細地討論一個例子。假設我們有貓的圖像和狗的圖像，以及一個經過訓練、能區分它們的神經網絡。以下是該神經網絡可能對某些圖像所做的事情。

	[image: A group of cats and dogs

Description automatically generated]

	這裡的“正確答案”更加不明顯了。穿著貓咪衣服的狗怎麼分？等等。無論輸入什麼，神經網絡都會生成一個答案。結果表明，它的做法相當符合人類的思維方式。正如上面所說的，這並不是我們可以“根據第一性原則推導”出來的事實。這只是一些經驗性的發現，至少在某些領域是正確的。但這是神經網絡有用的一個關鍵原因：它們以某種方式捕捉了“類似人類”的做事方式。

	找一張貓的圖片看看，並問自己：“為什麼這是一隻貓？”你也許會說“我看到了它尖尖的耳朵”，等等。但是很難解釋你是如何把這個圖像識別為一隻貓的。你的大腦就是不知怎麼地想明白了。但是（至少目前還）沒有辦法去大腦“內部”看看它是如何想明白的。那麼，對於（人工）神經網絡呢？當你展示一張貓的圖片時，很容易看到每個“神經元”的作用。不過，即使要對其進行基本的可視化，通常也非常困難。

	在上面用於解決“最近點”問題的最終網絡中，有17個神經元；在用於識別手寫數字的網絡中，有2190個神經元；而在用於識別貓和狗的網絡中，有60650個神經元。通常很難可視化出60 650維的空間。但由於這是一個用於處理圖像的網絡，其中的許多神經元層被組織成了數組，就像它查看的像素數組一樣。

	下面以一個典型的貓的圖像為例。

	[image: A cat sitting on grass

Description automatically generated]

	我們可以用一組衍生圖像來表示第一層神經元的狀態，其中的許多可以被輕鬆地解讀為“不帶背景的貓”或“貓的輪廓”。

	[image: A black squares with images of a cat

Description automatically generated]

	到第10層，就很難解讀這些是什麼了。

	[image: A collage of squares of different sizes

Description automatically generated]

	但是總的來說，我們可以說神經網絡正在“挑選出某些特徵”（也許尖尖的耳朵是其中之一），並使用這些特徵來確定圖像的內容。但是，這些特徵能否用語言描述出來（比如“尖尖的耳朵”）呢？大多數情況下不能。

	我們的大腦是否使用了類似的特徵呢？我們多半並不知道。但值得注意的是，一些神經網絡（像上面展示的這個）的前幾層似乎會挑選出圖像的某些方面（例如物體的邊緣），而這些方面似乎與我們知道的大腦中負責視覺處理的第一層所挑選出的相似。

	假設我們想得到神經網絡中的“貓識別理論”，可以說：“看，這個特定的網絡可以做到這一點。”這會立即讓我們對“問題的難度”有一些瞭解（例如，可能需要多少個神經元或多少層）。但至少到目前為止，我們沒辦法對網絡正在做什麼“給出語言描述”。也許這是因為它確實是計算不可約的，除了明確跟蹤每一步之外，沒有可以找出它做了什麼的一般方法。也有可能只是因為我們還沒有“弄懂科學”，也沒有發現能總結正在發生的事情的“自然法則”。

	當使用ChatGPT生成語言時，我們會遇到類似的問題，而且目前尚不清楚是否有方法來“總結它所做的事情”。但是，語言的豐富性和細節（以及我們的使用經驗）可能會讓我們比圖像處理取得更多進展。

	
機器學習和神經網絡的訓練

	到目前為止，我們一直在討論“已經知道”如何執行特定任務的神經網絡。但神經網絡之所以很有用（人腦中的神經網絡大概也如此），原因不僅在於它可以執行各種任務，還在於它可以通過逐步“根據樣例訓練”來學習執行這些任務。

	當構建一個神經網絡來區分貓和狗的圖像時，我們不需要編寫一個程序來（比如）明確地找到鬍鬚，只需要展示很多關於什麼是貓和什麼是狗的樣例，然後讓神經網絡從中“機器學習”如何區分它們即可。

	重點在於，已訓練的神經網絡能夠對所展示的特定例子進行“泛化”。正如我們之前看到的，神經網絡不僅能識別貓圖像的樣例的特定像素模式，還能基於我們眼中的某種“貓的典型特徵”來區分圖像。

	神經網絡的訓練究竟是如何起效的呢？本質上，我們一直在嘗試找到能使神經網絡成功複現給定樣例的權重。然後，我們依靠神經網絡在這些樣例“之間”進行“合理”的“插值”（或“泛化”）。

	讓我們看一個比“最近點”問題更簡單的問題，只試著讓神經網絡學習如下函數。

	[image: A graph of a graph with lines

Description automatically generated with medium confidence]

	對於這個任務，我們需要只有一個輸入和一個輸出的神經網絡。

	[image: A diagram of a network

Description automatically generated]

	但是，應該使用什麼樣的權重呢？對於每組可能的權重，神經網絡都將計算出某個函數。例如，下面是它對於幾組隨機選擇的權重計算出的函數。

	[image: A diagram of a graph

Description automatically generated with medium confidence]

	可以清楚地看到，這些函數與我們想要的函數相去甚遠。那麼，如何才能找到能夠複現函數的權重呢？

	基本思想是提供大量的“輸入→輸出”樣例以供“學習”，然後嘗試找到能夠複現這些樣例的權重。以下是逐漸增加樣例後所得的結果。

	[image: A diagram of a graph

Description automatically generated with medium confidence]在該“訓練”的每個階段，都會逐步調整神經網絡的權重，我們會發現最終得到了一個能成功複現我們想要的函數的神經網絡。應該如何調整權重呢？基本思想是，在每個階段看一下我們離想要的函數“有多遠”，然後朝更接近該函數的方向更新權重。

	為了明白離目標“有多遠”，我們計算“損失函數”（有時也稱為“成本函數”）。這裡使用了一個簡單的（L2）損失函數，就是我們得到的值與真實值之間的差異的平方和。隨著訓練過程不斷進行，我們看到損失函數逐漸減小（遵循特定的“學習曲線”，不同任務的學習曲線不同），直到神經網絡成功地複現（或者至少很好地近似）我們想要的函數。

	[image: A diagram of a graph

Description automatically generated with medium confidence]最後需要解釋的關鍵是，如何調整權重以減小損失函數。正如我們所說的，損失函數給出了我們得到的值和真實值之間的“距離”。但是“我們得到的值”在每個階段是由神經網絡的當前版本和其中的權重確定的。現在假設權重是變量，比如w。我們想找出如何調整這些變量的值，以最小化取決於它們的損失。

	讓我們對實踐中使用的典型神經網絡進行極大的簡化，想像只有兩個權重w1和w2。然後，我們可能會有一個損失函數，它作為w1和w2的函數看起來如下所示。

	[image: A close-up of a rainbow colored surface

Description automatically generated with medium confidence]

	數值分析提供了各種技術來幫我們找到這種情況下的最小損失。一個典型的方法就是從之前的任意w1和w2開始，逐步沿著最陡的下降路徑前進。

	[image: A rainbow colored diagram of a wave

Description automatically generated with medium confidence]

	就像水從山上流下來一樣，只能保證會到達表面上的某個局部最小值（“一個山湖”），但不一定能到達最終的全域最小值。

	似乎不太容易在“權重景觀”中找到最陡的下降路徑，但是微積分可以拯救我們。正如上面提到的，我們總是可以將神經網絡視為計算出一個數學函數—取決於其輸入和權重。現在考慮對這些權重進行微分。結果表明，微積分的鏈式法則實際上讓我們解開了神經網絡中連續各層所做操作的謎團。結果是，我們可以—至少在某些局部近似中—“反轉”神經網絡的操作，並逐步找到使與輸出相關的損失最小化的權重。

	上圖展示了，在僅有兩個權重的情況下可能需要進行的最小化工作。但是事實證明，即使有更多的權重（ChatGPT使用了1750億個權重），也仍然可以進行最小化，至少可以在某種程度上進行近似。實際上，“深度學習”在2012年左右的重大突破與如下發現有關：與權重相對較少時相比，在涉及許多權重時，進行最小化（至少近似）可能會更容易。

	換句話說，有時候用神經網絡解決複雜問題比解決簡單問題更容易—這似乎有些違反直覺。大致原因在於，當有很多“權重變量”時，高維空間中有“很多不同的方向”可以引導我們到達最小值；而當變量較少時，很容易陷入局部最小值的“山湖”，無法找到“出去的方向”。

	值得指出的是，在典型情況下，有許多不同的權重集合可以使神經網絡具有幾乎相同的性能。在實際的神經網絡訓練中，通常會做出許多隨機選擇，導致產生一些“不同但等效”的解決方案，就像下面這些一樣。

	[image: A close-up of a white and blue graph

Description automatically generated with medium confidence]

	但是每個這樣的“不同解決方案”都會有略微不同的行為。假如在我們給出訓練樣例的區域之外進行“外插”（extrapolation），可能會得到截然不同的結果。

	[image: A white rectangular object with black lines

Description automatically generated]

	哪一個是“正確”的呢？實際上沒有辦法確定。它們都“與觀察到的數據一致”。但它們都對應著“在已知框架外”進行“思考”的不同的“固有方式”。只是有些方式對我們人類來說可能“更合理”。

	
神經網絡訓練的實踐和學問

	在過去的十年中，神經網絡訓練的藝術已經有了許多進展。是的，它基本上是一門藝術。有時，尤其是回顧過去時，人們在訓練中至少可以看到一絲“科學解釋”的影子了。但是在大多數情況下，這些解釋是通過試錯發現的，並且添加了一些想法和技巧，逐漸針對如何使用神經網絡建立了一門重要的學問。

	這門學問有幾個關鍵部分。首先是針對特定的任務使用何種神經網絡架構的問題。然後是如何獲取用於訓練神經網絡的數據的關鍵問題。在越來越多的情況下，人們並不從頭開始訓練網絡：一個新的網絡可以直接包含另一個已經訓練過的網絡，或者至少可以使用該網絡為自己生成更多的訓練樣例。

	有人可能會認為，每種特定的任務都需要不同的神經網絡架構。但事實上，即使對於看似完全不同的任務，同樣的架構通常也能夠起作用。在某種程度上，這讓人想起了通用計算（universalcomputation）的概念和我的計算等價性原理（Principle of Computational Equivalence），但是，正如後面將討論的那樣，我 認為這更多地反映了我們通常試圖讓神經網絡去完成的任務是“類人”任務，而神經網絡可以捕捉相當普遍的“類人過程”。

	在神經網絡的早期發展階段，人們傾向於認為應該“讓神經網絡做盡可能少的事”。例如，在將語音轉換為文本時，人們認為應該先分析語音的音頻，再將其分解為音素，等等。但是後來發現，（至少對於“類人任務”）最好的方法通常是嘗試訓練神經網絡來“解決端到端的問題”，讓它自己“發現”必要的中間特徵、編碼等。

	還有一種想法是，應該將複雜的獨立組件引入神經網絡，以便讓它有效地“顯式實現特定的算法思想”。但結果再次證明，這在大多數情況下並不值得；相反，最好只處理非常簡單的組件，並讓它們“自我組織”（儘管通常是以我們無法理解的方式）來實現（可能）等效的算法思想。

	這並不意味著沒有與神經網絡相關的“結構化思想”。例如，至少在處理圖像的最初階段，擁有局部連接的神經元二維數組似乎非常有用。而且，擁有專注於“在序列數據中“回頭看＇”的連接模式在處理人類語言方面，例如在ChatGPT中，似乎很有用（後面我們將看到）。

	神經網絡的一個重要特徵是，它們說到底只是在處理數據—和計算機一樣。目前的神經網絡及其訓練方法具體處理的是由數值組成的數組，但在處理過程中，這些數組可以完全重新排列和重塑。例如，前面用於識別數字的網絡從一個二維的“類圖像”數組開始，迅速“增厚”為許多通道，但然後會“濃縮”成一個一維數組，最終包含的元素代表可能輸出的不同數字。

	[image: A drawing of a square with a blue and white rectangle

Description automatically generated]

	但是，如何確定特定的任務需要多大的神經網絡呢？這有點像一門藝術。在某種程度上，關鍵是要知道“任務有多難”。但是類人任務的難度通常很難估計。是的，可能有一種系統化的方法可以通過計算機來非常“機械”地完成任務，但是很難知道是否有一些技巧或捷徑有助於更輕鬆地以“類人水平”完成任務。可能需要枚舉一棵巨大的對策樹才能“機械”地玩某個遊戲，但也可能有一種更簡單的（“啟發式”）方法來實現“類人的遊戲水平”。

	當處理微小的神經網絡和簡單任務時，有時可以明確地看到“無法從這裡到達那裡”。例如，下面是在上一節任務中的幾個小神經網絡能夠得到的最佳結果。
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Description automatically generated]我們看到的是，如果神經網絡太小，它就無法複現我們想要的函數。但是只要超過某個大小，它就沒有問題了—前提是至少訓練足夠長的時間，提供足夠的樣例。順便說一句，這些圖片說明瞭神經網絡學問中的一點：如果中間有一個“擠壓”（squeeze），迫使一切都通過中間較少的神經元，那麼通常可以使用較小的網絡。［值得一提的是，“無中間層”（或所謂的“感知機”）網絡只能學習基本線性函數，但是只要有一個中間層（至少有足夠的神經元），原則上就始終可以任意好地逼近任何函數，儘管為了使其可行地訓練，通常會做某種規範化或正則化。］

	好吧，假設我們已經確定了一種特定的神經網絡架構。現在的問題是如何獲取用於訓練網絡的數據。神經網絡（及廣義的機器學習）的許多實際挑戰集中在獲取或準備必要的訓練數據上。在許多情況（“監督學習”）下，需要獲取明確的輸入樣例和期望的輸出。例如，我們可能希望根據圖像中的內容或其他屬性添加標簽，而瀏覽圖像並添加標簽通常需要耗費大量精力。不過很多時候，可以借助已有的內容或者將其用作所需內容的替代。例如，可以使用互聯網上提供的alt標簽。還有可能在不同的領域中使用為視頻創建的隱藏式字幕。對於語言翻譯訓練，可以使用不同語言的平行網頁或平行文檔。

	為特定的任務訓練神經網絡需要多少數據？根據第一性原則很難估計。使用“遷移學習”可以將已經在另一個神經網絡中學習到的重要特徵列表“遷移過來”，從而顯著降低對數據規模的要求。但是，神經網絡通常需要“看到很多樣例”才能訓練好。至少對於某些任務而言，神經網絡學問中很重要的一點是，樣例的重複可能超乎想像。事實上，不斷地向神經網絡展示所有的樣例是一種標準策略。在每個“訓練輪次”（training round或epoch）中，神經網絡都會 處於至少稍微不同的狀態，而且向它“提醒”某個特定的樣例對於它“記憶該樣例”是有用的。（是的，這或許類似於重複在人類記憶中的有用性。）

	然而，僅僅不斷重複相同的樣例並不夠，還需要向神經網絡展示樣例的變化。神經網絡學問的一個特點是，這些“數據增強”的變化並不一定要很複雜才有用。只需使用基本的圖像處理方法稍微修改圖像，即可使其在神經網絡訓練中基本上“像新的一樣好”。與之類似，當人們在訓練自動駕駛汽車時用完了實際的視頻等數據，可以繼續在模擬的遊戲環境中獲取數據，而不需要真實場景的所有細節。

	那麼ChatGPT呢？它有一個很好的特點，就是可以進行“無監督學習”，這樣更容易獲取訓練樣例。回想一下，ChatGPT的基本任務是弄清楚如何續寫一段給定的文本。因此，要獲得“訓練樣例”，要做的就是取一段文本，並將結尾遮蓋起來，然後將其用作“訓練的輸入”，而“輸出”則是未被遮蓋的完整文本。我們稍後會更詳細地討論這個問題，這裡的重點是—（與學習圖像內容不同）不需要“明確的標簽”，ChatGPT實際上可以直接從它得到的任何文本樣例中學習。

	神經網絡的實際學習過程是怎樣的呢？歸根結底，核心在於確定哪些權重能夠最好地捕捉給定的訓練樣例。有各種各樣的詳細選擇和“超參數設置”（之所以這麼叫，是因為權重也稱為“參數”），可以用來調整如何進行學習。有不同的損失函數可以選擇，如平方和、絕對值和，等等。有不同的損失最小化方法，如每一步在權重空間中移動多長的距離，等等。然後還有一些問題，比如“批量”（batch）展示多少個樣例來獲得要最小化的損失的連續估計。是的，我們可以（像在Wolfram語言中所做的一樣）應用機器學習來自動化機器學習，並自動設置超參數等。

	最終，整個訓練過程可以通過損失的減小趨勢來描述（就像這個經過小型訓練的Wolfram 語言進度監視器一樣）。
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Description automatically generated]

	損失通常會在一段時間內逐漸減小，但最終會趨於某個恒定值。如果該值足夠小，可以認為訓練是成功的；否則可能暗示著需要嘗試更改網絡的架構。

	能確定“學習曲線”要多久才能趨於平緩嗎？似乎也存在一種取決於神經網絡大小和數據量的近似冪律縮放關係。但總的結論是，訓

	 

	練神經網絡很難，並且需要大量的計算工作。實際上，絕大部分工作是在處理數的數組，這正是GPU擅長的—這也是為什麼神經網絡訓練通常受限於可用的GPU數量。

	未來，是否會有更好的方法來訓練神經網絡或者完成神經網絡的任務呢？我認為答案幾乎是肯定的。神經網絡的基本思想是利用大量簡單（本質上相同）的組件來創建一個靈活的“計算結構”，並使其能夠逐步通過學習樣例得到改進。在當前的神經網絡中，基本上是利用微積分的思想（應用於實數）來進行這種逐步的改進。但越來越清楚的是，重點並不是擁有高精度數值，即使使用當前的方法，8位或更少的數也可能已經足夠了。

	對於像元胞自動機這樣大體是在許多單獨的位上進行並行操作的計算系統，雖然我們一直不明白如何進行這種增量改進，但沒有理由認為這不可能實現。實際上，就像“2012年的深度學習突破”一樣，這種增量改進在複雜情況下可能會比在簡單情況下更容易實現。

	神經網絡（或許有點像大腦）被設置為具有一個基本固定的神經元網絡，能改進的是它們之間連接的強度（“權重”）。（或許在年輕的大腦中，還可以產生大量全新的連接。）雖然這對生物學來說可能是一種方便的設置，但並不清楚它是否是實現我們所需功能的最佳方式。涉及漸進式網絡重寫的東西（可能類似於我們的物理項目①），可能最終會做得更好。

	但即使僅在現有神經網絡的框架內，也仍然存在一個關鍵限制：神經網絡的訓練目前基本上是順序進行的，每批樣例的影響都會被反向傳播以更新權重。事實上，就目前的計算機硬件而言，即使考慮到GPU，神經網絡的大部分在訓練期間的大部分時間裡也是“空閒”的，一次只有一個部分被更新。從某種意義上說，這是因為當前的計算機往往具有獨立於CPU（或GPU）的內存。但大腦中的情況可能不同—每個“記憶元素”（即神經元）也是一個潛在的活躍的計算元素。如果我們能夠這樣設置未來的計算機硬件，就可能會更高效地進行訓練。

	①Physics Project，詳見作者的網站“The Wolfram Physics Project”。-編者注 

	
“足夠大的神經網絡當然無所不能！”

	ChatGPT的能力令人印象深刻，以至於人們可能會想像，如果能夠在此基礎上繼續努力，訓練出越來越大的神經網絡，那麼它們最終將“無所不能”。對於那些容易被人類思維理解的事物，這確實很可能是成立的。但我們從科學在過去幾百年間的發展中得出的教訓是，有些事物雖然可以通過形式化的過程來弄清楚，但並不容易立即為人類思維所理解。

	非平凡的數學就是一個很好的例子，但實際而言，一般的例子是計算。最終的問題是計算不可約性。有些計算雖然可能需要很多步才能完成，但實際上可以“簡化”為相當直接的東西。但計算不可約性的發現意味著這並不總是有效的。對於一些過程（可能像下面的例子一樣），無論如何都必須回溯每個計算步驟才能弄清楚發生了什麼。
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Description automatically generated with medium confidence]我們通常用大腦做的那類事情，大概是為了避免計算不可約性而特意選擇的。在大腦中進行數學運算需要特殊的努力。而且在實踐中，僅憑大腦幾乎無法“想透”任何非平凡程序的操作步驟。

	當然，我們可以用計算機來做這些。有了計算機，就可以輕鬆地完成耗時很長、計算不可約的任務。關鍵是，完成這些任務一般來說沒有捷徑可走。

	是的，我們可以記住在某個特定計算系統中發生的事情的許多具體例子，也許甚至可以看到一些（計算可約的）模式，使我們能夠做一些泛化。但關鍵是，計算不可約性意味著我們永遠不能保證意外不會發生—只有通過明確的計算，才能知道在任何特定的情況下會實際發生什麼。

	說到底，可學習性和計算不可約性之間存在根本的矛盾。學習實際上涉及通過利用規律來壓縮數據，但計算不可約性意味著最終對可能存在的規律有一個限制。

	在實踐中，人們可以想像將（像元胞自動機或圖靈機這樣的）小型計算設備構建到可訓練的神經網絡系統中。實際上，這樣的設備可以成為神經網絡的好“工具”，就像Wolfram｜Alpha可以成為ChatGPT的好工具一樣。但是計算不可約性意味著人們不能指望“進入”這些設備並讓它們學習。

	換句話說，能力和可訓練性之間存在著一個終極權衡：你越想讓一個系統“真正利用”其計算能力，它就越會表現出計算不可約性，從而越不容易被訓練；而它在本質上越易於訓練，就越不能進行複雜的計算。

	（對於當前的ChatGPT，情況實際上要極端得多，因為用於生成每個輸出標記的神經網絡都是純“前饋”網絡、沒有循環，因此無法使用非平凡“控制流”進行任何計算。）

	當然，你可能會問，能夠進行不可約計算是否真的很重要。實際上，在人類歷史的大部分時間裡，這並不是特別重要。但我們的現代技術世界是建立在工程學的基礎上的，而工程學利用了數學計算，並且越來越多地利用了更一般的計算。看看自然界，會發現它充滿了不可約計算—我們正在慢慢地理解如何模擬和利用它們來達到我們的技術目的。

	神經網絡確實可以注意到自然界中我們通過“無輔助的人類思維”也能輕易注意到的規律。但是，如果我們想解決數學或計算科學領域的問題，神經網絡將無法完成任務，除非它能有效地使用一個“普通”的計算系統作為“工具”。

	但是，這一切可能會帶來一些潛在的困惑。過去，我們認為計算機完成很多任務（包括寫文章）在“本質上太難了”。現在我們看到像ChatGPT這樣的系統能夠完成這些任務，會傾向於突然認為計算機一定變得更加強大了，特別是在它們已經基本能夠完成的事情（比如逐步計算元胞自動機等計算系統的行為）上實現了超越。

	但這並不是正確的結論。計算不可約過程仍然是計算不可約的，對於計算機來說仍然很困難，即使計算機可以輕鬆計算其中的每一步。我們應該得出的結論是，（像寫文章這樣）人類可以做到但認為計算機無法做到的任務，在某種意義上計算起來實際上比我們想像的更容易。

	換句話說，神經網絡能夠在寫文章的任務中獲得成功的原因是，寫文章實際上是一個“計算深度較淺”的問題，比我們想像的簡單。從某種意義上講，這使我們距離對於人類如何處理類似于寫文章的事情（處理語言）“擁有一種理論”更近了一步。

	如果有一個足夠大的神經網絡，那麼你可能能夠做到人類可以輕易做到的任何事情。但是你無法捕捉自然界一般而言可以做到的事情，或者我們用自然界塑造的工具可以做到的事情。而正是這些工具的使用，無論是實用性的還是概念性的，近幾個世紀以來使我們超越了“純粹的無輔助的人類思維”的界限，為人類獲取了物理宇宙和計算宇宙之外的很多東西。

	
“嵌入”的概念

	神經網絡，至少以目前的設置來說，基本上是基於數的。因此，如果要用它來處理像文本這樣的東西，我們需要一種用數表示文本的方法。當然，我們可以（本質上和ChatGPT一樣）從為字典中的每個詞分配一個數開始。但有一個重要的思想—也是ChatGPT的中心思想—更勝一籌。這就是“嵌入”（embedding）的思想。可以將嵌入視為一種嘗試通過數的數組來表示某些東西“本質”的方法，其特性是“相近的事物”由相近的數表示。

	例如，我們可以將詞嵌入視為試圖在一種“意義空間”中佈局詞，其中“在意義上相近”的詞會出現在相近的位置。實際使用的嵌入（例如在ChatGPT中）往往涉及大量數字列表。但如果將其投影到二維平面上，則可以展示嵌入對詞的佈局方式。
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Description automatically generated]可以看到，這確實非常成功地捕捉了我們典型的日常印象。但是如何才能構建這樣的嵌入呢？大致的想法是查看大量的文本（這裡查看了來自互聯網的50億個詞），然後看看各個詞出現的“環境”有多“相似”。例如，alligator（短吻鱷）和crocodile（鱷魚）在相似 的句子中經常幾乎可以互換，這意味著它們將在嵌入中被放在相近的位置。但是，turnip（蕪菁）和eagle（鷹）一般不會出現在相似的句子中，因此將在嵌入中相距很遠。

	 

	如何使用神經網絡實際實現這樣的機制呢？讓我們從討論圖像的嵌入而非詞嵌入開始。我們希望找到一種以數字列表來表徵圖像的方法，以便為“我們認為相似的圖像”分配相似的數字列表。

	如何判斷我們是否應該“認為圖像相似”呢？對於手寫數字圖像，如果兩個圖像是同一個數字，我們就可能會認為它們是相似的。前面，我們討論了一個被訓練用於識別手寫數字的神經網絡。可以將這個神經網絡看作被設置成在最終輸出中將圖像放入10個不同的箱（bin）中，每個箱對應一個數字。

	如果在神經網絡做出“這是4”的最終決策之前“攔截”其內部進程，會發生什麼呢？我們可能會期望，神經網絡內部有一些數值，將圖像表徵為“大部分類似於4但有點類似於2”。想法是獲取這些數值並將其作為嵌入中的元素使用。

	這裡的關鍵概念是，我們不直接嘗試表徵“哪個圖像接近哪個圖像”，而是考慮一個定義良好、可以獲取明確的訓練數據的任務（這裡是數字識別），然後利用如下事實：在完成這個任務時，神經網絡隱含地必須做出相當於“接近度決策”的決策。因此，我們不需要明確地談論“圖像的接近度”，而是只談論圖像代表什麼數字的具體問題，然後“讓神經網絡”隱含地確定這對於“圖像的接近度”意味著什麼。

	對於數字識別網絡來說，這是如何具體操作的呢？我們可以將該網

	絡想像成由11個連續的層組成，並做如下簡化（將激活函數顯示為單獨的層）。
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	在開始，我們將實際圖像輸入第一層，這些圖像由其像素值的二維數組表示。在最後，我們（從最後一層）得到一個包含10個值的數組，可以認為這些值表示網絡對圖像與數字0到9的對應關係的確定程度。

	輸入圖像4，最後一層中神經元的值為

	[image: A number and numbers on a white background

Description automatically generated]換句話說，神經網絡現在“非常確定”這個圖像是一個4—為了得到輸出的4，我們只需要找出具有最大值的神經元的位置。

	如果我們再往前看一步呢？網絡中的最後一個操作是所謂的softmax，它試圖“強制推出確定性”。在此之前，神經元的值是
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	代表數字4的神經元仍然具有最大的數值，但是其他神經元的值中也有信息。我們可以期望這個數字列表在某種程度上能用來表徵圖像的“本質”，從而提供可以用作嵌入的東西。例如，這裡的每個4都具有略微不同的“簽名”（或“特徵嵌入”），與8完全不同。

	[image: A close up of a number

Description automatically generated with medium confidence]這裡，我們基本上是用10個數來描述圖像的。但使用更多的數通常更好。例如，在我們的數字識別網絡中，可以通過接入前一層來獲取一個包含500個數的數組。這可能是一個可以用作“圖像嵌入”的合理數組。

	如果想要對手寫數字的“圖像空間”進行明確的可視化，需要將我們得到的500維向量投影到（例如）三維空間中來有效地“降維”。

	[image: A cube with numbers and letters

Description automatically generated]

	我們剛剛談論了為圖像創建特徵（並嵌入）的方法，它的基礎實際上是通過（根據我們的訓練集）確定一些圖像是否對應於同一個手寫數字來識別它們的相似性。如果我們有一個訓練集，可以識別每個圖像屬5000種常見物體（如貓、狗、椅子······）中的哪一種，就可以做更多這樣的事情。這樣，就能以我們對常見物體的識別為“錨點”創建一個圖像嵌入，然後根據神經網絡的行為“圍繞它進行泛化”。關鍵是，這種行為只要與我們人類感知和解讀圖像的方式一致，就將最終成為一種“我們認為正確”且在實踐中對執行“類人判斷”的任務有用的嵌入。

	那麼如何採用相同的方法來找到對詞的嵌入呢？關鍵在於，要從一個我們可以輕鬆訓練的任務開始。一個這樣的標準任務是詞預測。想像一下，給定問題“the＿cat”。基於一個大型文本語料庫，比如互聯網上的文本內容，可能用來“填空”的各個詞的概率分別是多少？或者給定“＿black＿”，不同的“兩側詞”的概率分別是多少？

	如何為神經網絡設置這個問題呢？最終，我們必須用數來表述一切。一種方法是為英語中約50000個常用詞分別分配一個唯一的數。例如，分配給the的可能是914，分配給cat的可能是3542。（這些是GPT—2實際使用的數。）因此，對於“the＿cat”的問題，我們的輸入可能是｛914，3542｝。輸出應該是什麼樣的呢？應該是一個大約包含50000個數的列表，有效地給出了每個可能“填入”的詞的概率。為了找到嵌入，我們再次在神經網絡“得到結論”之前“攔截”它的“內部”進程，然後獲取此時的數字列表，可以認為這是“每個詞的表徵”。

	這些表徵是什麼樣子的呢？在過去10年裡，已經出現了一系列不同的系統（word2vec、GloVe、BERT、GPT······），每個系統都基 於一種不同的神經網絡方法。但最終，所有這些系統都是通過有幾百到幾千個數的列表對詞進行表徵的。

	這些“嵌入向量”在其原始形式下是幾乎無信息的。例如，下面是GPT—2為三個特定的詞生成的原始嵌入向量。

	[image: A close up of a dog

Description automatically generated]如果測量這些向量之間的距離，就可以找到詞之間的“相似度”。我們稍後將更詳細地討論這種嵌入的“認知”意義可能是什麼，而現在的要點是，我們有一種有用的方法能將詞轉化為“對神經網絡友好”的數字集合。

	實際上，比起用一系列數對詞進行表徵，我們還可以做得更好—可以對詞序列甚至整個文本塊進行這樣的表徵。ChatGPT內部就是這樣進行處理的。它會獲取到目前為止的所有文本，並生成一個嵌入向量來表示它。然後，它的目標就是找到下一個可能出現的各個詞的概率。它會將答案表示為一個數字列表，這些數基本上給出了大約50000個可能出現的詞的概率。

	［嚴格來說，ChatGPT並不處理詞，而是處理“標記”（token）—這是一種方便的語言單位，既可以是整個詞，也可以只是像pre、ing或ized這樣的片段。使用標記使ChatGPT更容易處理罕見詞、複合詞和非英語詞，並且會發明新單詞（不論結果好壞）。］

	
ChatGPT的內部原理

	我們終於準備好討論ChatGPT的內部原理了。從根本上說，ChatGPT是一個龐大的神經網絡—GPT—3擁有1750億個權重。它在許多方面非常像我們討論過的其他神經網絡，只不過是一個特別為處理語言而設置的神經網絡。它最顯著的特點是一個稱為Transformer的神經網絡架構。

	在前面討論的神經網絡中，任何給定層的每個神經元基本上都與上一層的每個神經元相連（起碼有一些權重）。但是，如果處理的數據具有特定的已知結構，則這種全連接網絡就（可能）大材小用了。因此，以圖像處理的早期階段為例，通常使用所謂的卷積神經網絡（convolutional neural net或convnet），其中的神經元被有效 地佈局在類似於圖像像素的網格上，並且僅與在網格上相鄰的神經元相連。

	Transformer的思想是，為組成一段文本的標記序列做與此相似的事情。但是，Transformer不是僅僅定義了序列中可以連接的固定區域，而是引入了“注意力”的概念—即更多地“關注”序列的某些部分，而不是其他部分。也許在將來的某一天，可以啟動一個通用神經網絡並通過訓練來完成所有的定制工作。但至少目前來看，在實踐中將事物“模塊化”似乎是至關重要的—就像Transformer所做的那樣，也可能是我們的大腦所做的那樣。

	ChatGPT（或者說它基於的GPT—3網絡）到底是在做什麼呢？它的總體目標是，根據所接受的訓練（查看來自互聯網的數十億頁文本，等等），以“合理”的方式續寫文本。所以在任意給定時刻，它都有一定量的文本，而目標是為要添加的下一個標記做出適當的選擇。

	它的操作分為三個基本階段。第一階段，它獲取與目前的文本相對應的標記序列，並找到表示這些標記的一個嵌入（即由數組成的數組）。第二階段，它以“標準的神經網絡的方式”對此嵌入進行操作，值“像漣漪一樣依次通過”網絡中的各層，從而產生一個新的嵌入（即一個新的數組）。第三階段，它獲取此數組的最後一部分，並據此生成包含約50000個值的數組，這些值就成了各個可能的下一個標記的概率。（沒錯，使用的標記數量恰好與英語常用詞的數量相當，儘管其中只有約3000個標記是完整的詞，其餘的則是片段。）

	關鍵是，這條流水線的每個部分都由一個神經網絡實現，其權重是通過對神經網絡進行端到端的訓練確定的。換句話說，除了整體架構，實際上沒有任何細節是有“明確設計”的，一切都是從訓練數據中“學習”來的。

	然而，架構設置中存在很多細節，反映了各種經驗和神經網絡的學問。儘管會變得很複雜，但我認為談論一些細節是有用的，至少有助於瞭解構建ChatGPT需要做多少工作。

	首先是嵌入模塊。以下是GPT—2的Wolfram語言示意圖。

	[image: A close-up of a computer screen

Description automatically generated]

	輸入是一個包含n個（由整數1到大約50000表示的）標記的向量。每個標記都（通過一個單層神經網絡）被轉換為一個嵌入向量（在GPT-2中長度為768，在ChatGPT的GPT-3中長度為12288）。 同時，還有一條“二級路徑”，它接收標記的（整數）位置序列，並根據這些整數創建另一個嵌入向量。最後，將標記值和標記位置的嵌入向量相加，產生嵌入模塊的最終嵌入向量序列。

	為什麼只是將標記值和標記位置的嵌入向量相加呢？我不認為有什麼特別的科學依據。只是因為嘗試了各種不同的方法，而這種方法似乎行得通。此外，神經網絡的學問告訴我們，（在某種意義上）只要我們的設置“大致正確”，通常就可以通過足夠的訓練來確定細節，而不需要真正“在工程層面上理解”神經網絡是如何配置自己的。

	嵌入模塊對字符串“hello hello hello hello hello hello hello hello hello hello bye bye bye bye bye bye bye bye bye bye”所做的操作 如下所示。

	[image: A close-up of a pixelated pattern

Description automatically generated]

	（在上圖的第一個數組中）每個標記的嵌入向量元素都在圖中縱向顯示，而從左往右看，首先是一系列hello嵌入，然後是一系列bye嵌入。上面的第二個數組是位置嵌入，它看起來有些隨機的結構只是（這裡是在GPT—2中）“碰巧學到”的。

	在嵌入模塊之後，就是Transformer的“主要事件”了：一系列所謂的“注意力塊”（GPT-2有12個，ChatGPT的GPT-3有96個）。整個過程非常複雜，讓人想起難以理解的大型工程系統或者生物系統。以下是（GPT—2中）單個“注意力塊”的示意圖。

	[image: A diagram of a diagram of a number of electrical outlets

Description automatically generated with medium confidence]在每個這樣的注意力塊中，都有一組“注意力頭”（GPT—2有12個，ChatGPT的GPT—3有96個）—每個都獨立地在嵌入向量的不同值塊上進行操作。（我們不知道為什麼最好將嵌入向量分成不同的部分，也不知道不同的部分“意味”著什麼。這只是那些“被發現奏效”的事情之一。）

	注意力頭是做什麼的呢？它們基本上是一種在標記序列（即目前已經生成的文本）中進行“回顧”的方式，能以一種有用的形式“打包過去的內容”，以便找到下一個標記。在“概率從何而來”一節中，我們介紹了使用二元詞的概率來根據上一個詞選擇下一個詞。Transformer中的“注意力”機制所做的是允許“關注”更早的詞，因此可能捕捉到（例如）動詞可以如何被聯繫到出現在句子中很多詞之前的名詞。

	更詳細地說，注意力頭所做的是，使用一定的權重重新加權組合與不同標記相關聯的嵌入向量中的塊。例如，對於上面的“hello，bye”字符串，（GPT—2中）第一個注意力塊中的12個注意力頭具有以下（“回顧到標記序列開頭”的）“權重重組”模式。

	[image: A group of squares with yellow and white triangles

Description automatically generated]

	經過注意力頭的處理，得到的“重新加權的嵌入向量”（在GPT—2中長度為768，在ChatGPT的GPT—3中長度為12288）將被傳遞通過標準的“全連接”神經網絡層。雖然很難掌握這一層的作用，但是可以看看它（這裡是在GPT—2中）使用的768x768權重矩陣。

	[image: A close-up of a fabric

Description automatically generated]

	（對上圖進行）64x64的滑動平均處理，一些（隨機遊走式的）結構開始顯現。

	[image: A close-up of a colorful pattern

Description automatically generated]

	是什麼決定了這種結構？說到底，可能是對人類語言特徵的一些“神經網絡編碼”。但是到目前為止，這些特徵到底是什麼仍是未知的。實際上，我們正在“打開ChatGPT（或者至少是GPT—2）的大腦”，並發現裡面很複雜、難以理解—儘管它最終產生了可識別的人類語言。

	經過一個注意力塊後，我們得到了一個新的嵌入向量，然後讓它依次通過其他的注意力塊（GPT—2中共有12個，GPT—3中共有96個）。每個注意力塊都有自己特定的“注意力”模式和“全連接”權重。這裡是GPT—2對於“hello，bye”輸入的注意力權重序列，用於第一個注意力頭。

	[image: A group of squares with yellow and white triangles

Description automatically generated]

	全連接層的（移動平均）“矩陣”如下所示。

	[image: A collage of different colored squares

Description automatically generated]

	奇怪的是，儘管不同注意力塊中的“權重矩陣”看起來非常相似，但權重大小的分佈可能會有所不同（而且並不總是服從高斯分佈）。

	[image: A group of red triangles

Description automatically generated]

	在經過所有這些注意力塊後，Transformer的實際效果是什麼？本質上，它將標記序列的原始嵌入集合轉換為最終集合。ChatGPT的特定工作方式是，選擇此集合中的最後一個嵌入，並對其進行“解碼”，以生成應該出現的下一個標記的概率列表。

	以上就是對ChatGPT內部原理的概述。它雖然（由於許多難免有些隨意的“工程選擇”）可能看起來很複雜，但實際上涉及的最終元素非常簡單。因為我們最終處理的只是由“人工神經元”構成的神經網絡，而每個神經元執行的只是將一組數值輸入與一定的權重相結合的簡單操作。

	ChatGPT的原始輸入是一個由數組成的數組（到目前為止標記的嵌入向量）。當ChatGPT“運行”以產生新標記時，這些數就會“依次通過”神經網絡的各層，而每個神經元都會“做好本職工作”並將結果傳遞給下一層的神經元。沒有循環和“回顧”。一切都是在網絡中“向前饋送”的。

	這是與典型的計算系統（如圖靈機）完全不同的設置—在這裡，結果不會被同一個計算元素“反復處理”。至少在生成給定的輸出標記時，每個計算元素（神經元）僅使用了一次。

	但是在某種意義上，即使在ChatGPT中，仍然存在一個重複使用計算元素的“外部循環”。因為當ChatGPT要生成一個新的標記時，它總是“讀取”（即獲取為輸入）之前的整個標記序列，包括ChatGPT自己先前“寫入”的標記。我們可以認為這種設置意味著ChatGPT確實，至少在其最外層，包含一個“反饋循環”，儘管其中的每次迭代都明確顯示為它所生成文本中的一個標記。

	讓我們回到ChatGPT的核心：神經網絡被反復用於生成每個標記。在某種程度上，它非常簡單：就是完全相同的人工神經元的一個集合。網絡的某些部分僅由（“全連接”的）神經元層組成，其中給定層的每個神經元都與上一層的每個神經元（以某種權重）相連。但是由於特別的Transformer架構，ChatGPT的一些部分具有其 他的結構，其中僅連接不同層的特定神經元。（當然，仍然可以說“所有神經元都連接在一起”，但有些連接的權重為零。）

	此外，ChatGPT中神經網絡的有些方面並不能被順理成章地認為只由“同質”層組成。例如，（正如本節中單個“注意力塊”的示意圖所示）在注意力塊內有一些對傳入的數據“製作多個副本”的地方，每個副本都會通過不同的“處理路徑”，可能涉及不同數量的層，然後才被重新組合。雖然這可能簡便地表示了正在發生的事情，但至少原則上總是可以將事實考慮為“密集填充”各層，只是有一些權重為零。

	看一下ChatGPT最長的路徑，會發現大約有400個（核心）層—在某種程度上看來並不是很多。但是它們包括數百萬個神經元，總共有1750億個連接，因此有1750億個權重。需要認識到的一件事是，ChatGPT每生成一個新的標記，都必須進行一次包括所有這些權重在內的計算。在實現上，這些計算可以“按層”組織成高度並行的數組操作，方便地在GPU上完成。但是對於每個產生的標記，仍然需要進行1750億次計算（並在最後進行一些額外的計算）—因此，不難理解使用ChatGPT生成一段長文本需要一些時間。

	值得注意的是，所有這些操作—儘管各自都很簡單—可以一起出色地完成生成文本的“類人”工作。必須再次強調，（至少就我們目前所知）沒有“理論上的終極原因”可以解釋為什麼類似於這樣的東西能夠起作用。事實上，正如我們將討論的那樣，我認為必須將其視為一項（可能非常驚人的）科學發現：在像ChatGPT這樣的神經網絡中，能以某種方式捕捉到人類大腦在生成語言時所做事情的本質。

	
ChatGPT的訓練

	我們已經概述了ChatGPT在設置後的工作方式。但是它是如何設置的呢？那1750億個神經元的權重是如何確定的呢？基本上，這是基於包含人類所寫文本的巨型語料庫（來自互聯網、書籍等），通過大規模訓練得出的結果。正如我們所說，即使有所有這些訓練數據，也不能肯定神經網絡能夠成功地產生“類人”文本。似乎需要細緻的工程設計才能實現這一點。但是，ChatGPT帶來的一大驚喜和發現是，它完全可以做到。實際上，“只有1750億個權重”的神經網絡就可以構建出人類所寫文本的一個“合理模型”。

	現代社會中，人類寫的很多文本以數字（digital）形式存在。公共互聯網上至少有數十億個包含人類所寫文本的網頁，總詞數可能達到萬億級別。如果包括非公開的網頁，詞數可能會增加至少100倍。到目前為止，已經有超過500萬本電子書可供閱讀（全球發行的圖書品種總數為1億左右），提供了另外約1000億個詞的文本。這還不包括視頻中的口述文本等。（就個人而言，我一生中發表的文字總量不到300萬個詞，在過去30年中寫下了約1500萬個詞的電子郵件，總共敲了大約5000萬個詞—而且僅在過去幾年的直播中，我就說了超過1000萬個詞。是的，我會從中訓練一個機器人。）

	但是，有了所有這些數據，要如何訓練神經網絡呢？基本過程與上面討論的簡單示例非常相似：先提供一批樣例，然後調整網絡中的權重，以最小化網絡在這些樣例上的誤差（“損失”）。根據誤差“反向傳播”的主要問題在於，每次執行此操作時，網絡中的每個權重通常都至少會發生微小的變化，而且有很多權重需要處理。（實際的“反向傳播”通常只比前向傳播難一點兒—相差一個很小的常數係數。）

	使用現代GPU硬件，可以輕鬆地從成千上萬個樣例中並行計算出結果。但是，當涉及實際更新神經網絡中的權重時，當前的方法基本上會要求逐批進行。（是的，這可能是結合了計算元素和記憶元素的真實大腦至少在現階段具有架構優勢的地方。）

	即使在學習數值函數這樣看似簡單的案例中，我們通常也需要使用數百萬個樣例才能成功地訓練網絡，至少對於從頭開始訓練來說是這樣的。那麼需要多少樣例才能訓練出“類人語言”模型呢？似乎無法通過任何基本的“理論”方法知道。但在實踐中，ChatGPT成功地在包含幾百億個詞的文本上完成了訓練。

	雖然有些文本被輸入了多次，有些只輸入了一次，但ChatGPT從它看到的文本中“得到了所需的信息”。考慮到有這麼多文本需要學習，它需要多大的網絡才能“學得好”呢？目前，我們還沒有基本的理論方法來回答這個問題。最終，就像下面將進一步討論的那樣，對於人類語言和人類通常用它說什麼，可能有某種“總體算法內容”。而下一個問題是：神經網絡在基於該算法內容實現模型時會有多高效？我們還是不知道，儘管ChatGPT的成功表明它是相當高效的。

	最終，我們只需注意到ChatGPT使用了近2000億個權重來完成其工作—數量與其接受的訓練數據中的詞（或標記）的總數相當。在某些方面，運作良好的“網絡的規模”與“訓練數據的規模”如此相似或許令人驚訝（在與ChatGPT結構相似的較小網絡中實際觀察到的情況也是如此）。畢竟，ChatGPT內部並沒有直接存儲來自互聯網、書籍等的所有文本。因為ChatGPT內部實際上是一堆數（精度不到10位），它們是所有文本的總體結構的某種分布式編碼。

	換句話說，我們可以問人類語言的“有效信息”是什麼，以及人類通常用它說些什麼。我們有語言樣例的原始語料庫。在ChatGPT的神經網絡中，還有對它們的表示。這些表示很可能遠非“算法上最小”的表示，正如下面將討論的那樣。但它們是神經網絡可以輕鬆使用的表示。在這種表示中，訓練數據的“壓縮”程度似乎很低。平均而言，似乎只需要不到一個神經網絡的權重就可以承載一個詞的訓練數據的“信息內容”。

	當我們運行ChatGPT來生成文本時，基本上每個權重都需要使用一次。因此，如果有n個權重，就需要執行約n個計算步驟—盡管在實踐中，許多計算步驟通常可以在GPU中並行執行。但是，如果需要約n個詞的訓練數據來設置這些權重，那麼如上所述，我們可以得出結論：需要約n2個計算步驟來進行網絡的訓練。這就是為什麼使用當前的方法最終需要耗費數十億美元來進行訓練。

	
在基礎訓練之外

	訓練ChatGPT的重頭戲是在向其“展示”來自互聯網、書籍等的大量現有文本，但事實證明訓練還包括另一個（顯然非常重要的）部分。

	一旦根據被展示的原始文本語料庫完成“原始訓練”，ChatGPT內部的神經網絡就會準備開始生成自己的文本，根據提示續寫，等等。儘管這些結果通常看起來合理，但它們很容易（特別是在較長的文本片段中）以“非類人”的方式“偏離正軌”。這不是通過對文本進行傳統的統計可以輕易檢測到的。但是，實際閱讀文本的人很容易注意到。

	構建 ChatGPT的一個關鍵思想是，在“被動閱讀”來自互聯網等的內容之後添加一步：讓人類積極地與ChatGPT互動，看看它產生了什麼，並且在“如何成為一個好的聊天機器人”方面給予實際反饋。但是神經網絡是如何利用這些反饋的呢？首先，僅僅讓人類對神經網絡的結果評分。然後，建立另一個神經網絡模型來預測這些評分。現在，這個預測模型可以在原始網絡上運行—本質上像損失函數一樣—從而使用人類的反饋對原始網絡進行“調優”。實踐中的結果似乎對系統能否成功產生“類人”輸出有很大的影響。

	總的來說，有趣的是，“原本訓練好的網絡”似乎只需要很少的“介入”就能在特定方向上有效地進步。有人可能原本認為，為了讓網絡表現得好像學到了新東西，就必須為其訓練算法、調整權重，等等。

	但事實並非如此。相反，基本上只需要把東西告訴ChatGPT一次—作為提示的一部分—它就可以成功用其生成文本。再次強調，我認為這種方法有效的事實是理解ChatGPT“實際上在做什麼”以及它與人類語言和思維結構之間關係的重要線索。

	它確實有些類人：至少在經過所有預訓練後，你只需要把東西告訴它一次，它就能“記住”—至少記住足夠長的時間來生成一段文本。這裡面到底發生了什麼事呢？也許“你可能告訴它的一切都已經在裡面的某個地方了”，你只是把它引導到了正確的位置。但這似乎不太可能。更可能的是，雖然這些元素已經在裡面了，但具體情況是由類似於“這些元素之間的軌跡”所定義的，而你告訴它的就是這條軌跡。

	就像人類一樣，如果ChatGPT接收到一些匪夷所思、出乎意料、完全不符合它已有框架的東西，它就似乎無法成功地“整合”這些信息。只有在這些信息基本上以一種相對簡單的方式依賴於它已有的框架時，它才能夠進行“整合”。

	值得再次指出的是，神經網絡在捕捉信息方面不可避免地存在“算法限制”。如果告訴它類似於“從這個到那個”等“淺顯”的規則，神經網絡很可能能夠不錯地表示和重現這些規則，並且它“已經掌握”的語言知識將為其提供一個立即可用的模式。但是，如果試圖給它實際的“深度”計算規則，涉及許多可能計算不可約的步驟，那麼它就行不通了。（請記住，它在每一步都只是在網絡中“向前饋送數據”，除非生成新的標記，否則它不會循環。）

	當然，神經網絡可以學習特定的“不可約”計算的答案。但是，一旦存在可能性的組合數，這種“表查找式”的方法就不起作用了。因此，就像人類一樣，神經網絡此時需要使用真正的計算工具。（沒錯，Wolfram｜Alpha和Wolfram語言就非常適用，因為它們正 是被構建用於“談論世界中的事物”的，就像語言模型神經網絡一樣。）

	
真正讓ChatGPT發揮作用的是什麼

	人類語言，及其生成所涉及的思維過程，一直被視為複雜性的巔峰。人類大腦“僅”有約1000億個神經元（及約100萬億個連接），卻能夠做到這一切，確實令人驚歎。人們可能會認為，大腦中不只有神經元網絡，還有某種具有尚未發現的物理特性的新層。但是有了ChatGPT之後，我們得到了一條重要的新信息：一個連接數與大腦神經元數量相當的純粹的人工神經網絡，就能夠出色地生成人類語言。

	這仍然是一個龐大而複雜的系統，其中的神經網絡權重幾乎與當前世界上可用文本中的詞一樣多。但在某種程度上，似乎仍然很難相信語言的所有豐富性和它能談論的事物都可以被封裝在這樣一個有限的系統中。這裡面的部分原理無疑反映了一個普遍現象（這個現象最早在規則30①的例子中變得顯而易見）：即使基礎規則很簡單，計算過程也可以極大地放大系統的表面複雜性。但是，正如上面討論的那樣，ChatGPT使用的這種神經網絡實際上往往是特別構建的，以限制這種現象（以及與之相關的計算不可約性）的影響，從而使它們更易於訓練。

	①規則30是一個由本書作者在1983年提出的單維二進制元胞自動機規則。這個簡單、已知的規則能夠產生複雜且看上去隨機的模式。—編者注

	那麼，ChatGPT是如何在語言方面獲得如此巨大成功的呢？我認為基本答案是，語言在根本上比它看起來更簡單。這意味著，即使是具有簡單的神經網絡結構的ChatGPT，也能夠成功地捕捉人類語言的“本質”和背後的思維方式。此外，在訓練過程中，ChatGPT已經通過某種方式“隱含地發現”了使這一切成為可能的語言（和思維）規律。

	我認為，ChatGPT的成功為一個基礎而重要的科學事實向我們提供了證據：它表明我們仍然可以期待能夠發現重大的新“語言法則”，實際上是“思維法則”。在ChatGPT中，由於它是一個神經網絡，這些法則最多只是隱含的。但是，如果我們能夠通過某種方式使這些法則變得明確，那麼就有可能以更直接、更高效和更透明的方式做出ChatGPT所做的那些事情。

	這些法則可能是什麼樣子的呢？最終，它們必須為我們提供某種關於如何組織語言及其表達方式的指導。我們稍後將討論“在ChatGPT內部”可能如何找到一些線索，並根據構建計算語言的經驗探索前進的道路。但首先，讓我們討論兩個早已知曉的“語言法則”的例子，以及它們與ChatGPT的運作有何關係。

	第一個是語言的語法。語言不僅僅是把一些詞隨機拼湊在一起。相反，不同類型的詞之間有相當明確的語法規則。例如，在英語中，名詞的前面可以有形容詞、後面可以有動詞，但是兩個名詞通常不能挨在一起。這樣的語法結構可以通過一組規則來（至少大致地）捕捉，這些規則定義了如何組織所謂的“解析樹”。
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Description automatically generated]

	ChatGPT並不明確地“瞭解”這些規則。但在訓練過程中，它隱含地發現了這些規則，並且似乎擅長遵守它們。這裡的原理是什麼呢？在“宏觀”上還不清楚。但是為了獲得一些見解，也許可以看看一個更簡單的例子。

	考慮一種由“（”和“）”的序列組成的“語言”，其語法規定括號應始終保持平衡，就像下面的解析樹一樣。
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Description automatically generated with medium confidence]我們能訓練神經網絡來生成“語法正確”的括號序列嗎？在神經網絡中，有各種處理序列的方法，但是這裡像ChatGPT一樣使用Transformer 網絡。給定一個簡單的 Transformer 網絡，我們可以首 先向它饋送語法正確的括號序列作為訓練樣例。一個微妙之處（實際上也出現在ChatGPT的人類語言生成中）是，除了我們的“內容標記”（這裡是“（”和“）”）之外，還必須包括一個“End”標記，表示輸出不應繼續下去了（即對於ChatGPT來說，已經到達了“故事的結尾”）。

	如果只使用一個有8個頭的注意力塊和長度為128的特徵向量來設置Transformer 網絡（ChatGPT也使用長度為128的特徵向量，但 有96個注意力塊，每個塊有96個頭），似乎不可能讓它學會括號語言。但是使用2個注意力塊，學習過程似乎會收斂—至少在給出1000萬個樣例之後（並且，與Transformer網絡一樣，展示更多的樣例似乎只會降低其性能）。

	通過這個網絡，我們可以做類似於ChatGPT所做的事情，詢問括號序列中下一個符號是什麼的概率。

	[image: A white background with black text

Description automatically generated with medium confidence]在第一種情況下，網絡“非常確定”序列不能在此結束—這很好，因為如果在此結束，括號將不平衡。在第二種情況下，網絡“正確地識別出”序列可以在此結束，儘管它也“指出”可以“重新開始”：下一個標記是“（”，後面可能緊接著一個“）”。但糟糕的是，即使有大約400000個經過繁重訓練的權重，它仍然說下一個標記是“）”的概率是15％—這是不正確的，因為這必然會導致括號不平衡。

	如果要求網絡以最高概率補全逐漸變長的“（”序列，結果將如下所示。

	[image: A diagram of a diagram of a moon

Description automatically generated with medium confidence] 

	在一定長度內，網絡是可以正常工作的。但是一旦超出這個長度，它就開始出錯。這是在神經網絡（或廣義的機器學習）等“精確”情況下經常出現的典型問題。對於人類“一眼就能解決”的問題，神經網絡也可以解決。但對於需要執行“更算法式”操作的問題（例如明確計算括號是否閉合），神經網絡往往會“計算過淺”，難以可靠地解決。順便說一句，即使是當前完整的ChatGPT在長序列中也很難正確地匹配括號。

	對於像ChatGPT這樣的程序和英語等語言的語法來說，這意味著什麼呢？括號語言是“嚴謹”的，而且是“算法式”的。而在英語中，根據局部選詞和其他提示“猜測”語法上合適的內容更為現實。是的，神經網絡在這方面做得要好得多—儘管它可能會錯過某些“形式上正確”的情況，但這也是人類可能會錯過的。重點是，語言存在整體的句法結構，而且它蘊含著規律性。從某種意義上說，這限制了神經網絡需要學習的內容“多少”。一個關鍵的“類自然科學”觀察結果是，神經網絡的Transformer架構，就像ChatGPT中的這個，好像成功地學會了似乎在所有人類語言中都存在（至少在某種程度上是近似的）的嵌套樹狀的句法結構。

	語法為語言提供了一種約束，但顯然還有更多限制。像“Inquisitiveelectrons eat blue theories for fish”（好奇的電子為了魚吃藍色的理 論）這樣的句子雖然在語法上是正確的，但不是人們通常會說的話。ChatGPT即使生成了它，也不會被認為是成功的—因為用其中的詞的正常含義解讀的話，它基本上是毫無意義的。

	有沒有一種通用的方法來判斷一個句子是否有意義呢？這方面沒有傳統的總體理論。但是可以認為，在用來自互聯網等處的數十億個（應該有意義的）句子對ChatGPT進行訓練後，它已經隱含地“發展出”了一個這樣的“理論”。

	這個理論會是什麼樣的呢？它的冰山一角基本上已經為人所知了2000多年，那就是邏輯。在亞裡士多德發現的三段論（syllogistic）形式中，邏輯基本上用來說明遵循一定模式的句子是合理的，而其他句子則不合理。例如，說“所有X都是Y。這不是Y，所以它不是X”（比如“所有的魚都是藍色的。這不是藍色的，所以它不是魚”）是合理的。就像可以異想天開地想像亞裡士多德是通過（“機器學習式”地）研究大量修辭學例子來發現三段論邏輯一樣，也可以想像ChatGPT在訓練中通過查看來自互聯網等的大量文本能夠“發現三段論邏輯”。（雖然可以預期ChatGPT會基於三段論邏輯等產生包含“正確推理”的文本，但是當涉及更複雜的形式邏輯時，情況就完全不同了。我認為可以預期它在這裡失敗，原因與它在括號匹配上失敗的原因相同。）

	除了邏輯的例子之外，關於如何系統地構建（或識別）有合理意義的文本，還有什麼其他可說的嗎？有，比如像Mad Libs®這樣使用非常具體的“短語模板”的東西。但是，ChatGPT似乎有一種更一般的方法來做到這一點。也許除了“當你擁有1750億個神經網絡權重時就會這樣”，就沒有什麼別的可以說了。但是我強烈懷疑有一個更簡單、更有力的故事。

	
意義空間和語義運動定律

	之前討論過，在ChatGPT內部，任何文本都可以被有效地表示為一個由數組成的數組，可以將其視為某種“語言特徵空間”中一個點的坐標。因此，ChatGPT續寫一段文本，就相當於在語言特徵空間中追蹤一條軌跡。現在我們會問：是什麼讓這條軌跡與我們認為有意義的文本相對應呢？是否有某種“語義運動定律”定義（或至少限制）了語言特徵空間中的點如何在保持“有意義”的同時到處移動？

	這種語言特徵空間是什麼樣子的呢？以下是一個例子，展示了如果將這樣的特徵空間投影到二維平面上，單個詞（這裡是常見名詞）可能的佈局方式。

	[image: A close-up of words

Description automatically generated]我們在介紹嵌入時見過一個包含植物詞和動物詞的例子。這兩個例子都說明瞭，“語義上相似的詞”會被放在相近的位置。

	再看一個例子，下圖展示了不同詞性的詞是如何佈局的。

	[image: A diagram of different colored dots

Description automatically generated]當然，一個詞通常不只有“一個意思”（也不一定只有一種詞性）。通過觀察包含一個詞的句子在特徵空間中的佈局，人們通常可以“分辨出”它們不同的含義，就像如下例子中的crane這個詞（指的是“鶴”還是“起重機”？）。

	[image: A close-up of a crane

Description automatically generated]看來，至少可以將這個特徵空間視為將“意思相近的詞”放在這個空間中的相近位置。但是，我們能夠在這個空間中識別出什麼樣的額外結構呢？例如，是否存在某種類似于“平行移動”的概念，反映了空間的“平坦性”？理解這一點的一種方法是看一下相似的詞。

	[image: A diagram of different parts of a body

Description automatically generated]即使投影到二維平面上，也通常仍然有一些“平坦性的跡象”，雖然這並不是普遍存在的。

	那麼軌跡呢？我們可以觀察ChatGPT的提示在特徵空間中遵循的軌跡，然後可以看到ChatGPT是如何延續這條軌跡的。

	[image: A diagram of a diagram

Description automatically generated with medium confidence]這裡無疑沒有“幾何上顯而易見”的運動定律。這一點兒也不令人意外，我們充分預期到了這會相當複雜。例如，即使存在一個“語義運動定律”，我們也遠不清楚它能以什麼樣的嵌入（實際上是“變量”）來最自然地表述。

	在上圖中，我們展示了“軌跡”中的幾步—在每一步，我們都選擇了ChatGPT認為最有可能（“零溫度”的情況）出現的詞。不過，我們也可以詢問在某一點處可能出現的“下一個”詞有哪些以及它們出現的概率是多少。

	[image: A diagram of a diagram of a diagram

Description automatically generated with medium confidence]

	在這個例子中，我們看到的是由高概率詞組成的一個“扇形”，它似乎在特徵空間中朝著一個差不多明確的方向前進。如果繼續前進會發生什麼？沿軌跡移動時出現的連續“扇形”如下所示。

	[image: A collage of different angles

Description automatically generated]

	下面是一幅包含40步的三維示意圖。

	[image: A drawing of a graph

Description automatically generated]

	這看起來很混亂，並且沒有特別推動通過實證研究“ChatGPT內部的操作”來識別“類似數學物理”的“語義運動定律”。但也許我們只是關注了“錯的變量”（或者錯的坐標系），如果關注對的那一個，就會立即看到ChatGPT正在做“像數學物理一樣簡單”的事情，比如沿測地線前進。但目前，我們還沒有準備好從它的“內部行為”中“實證解碼”ChatGPT已經“發現”的人類語言的“組織”規律。

	
語義語法和計算語言的力量

	產生“有意義的人類語言”需要什麼？過去，我們可能認為人類大腦必不可少。但現在我們知道，ChatGPT的神經網絡也可以做得非常出色。這或許就是我們所能達到的極限，沒有比這更簡單（或更易於人類理解）的方法可以使用了。不過，我強烈懷疑ChatGPT的成功暗示了一個重要的“科學”事實：有意義的人類語言實際上比我們所知道的更加結構化、更加簡單，最終可能以相當簡單的規則來描述如何組織這樣的語言。

	正如上面提到的，句法語法為如何組織人類語言中屬不同詞性的詞提供了規則。但是為了處理意義，我們需要更進一步。一種方法是不僅考慮語言的句法語法，還要考慮語義語法。

	對於句法，我們識別出名詞和動詞，等等。但對於語義，我們需要“更精細的分級”。例如，我們可以識別出“移動”的概念和一個“不因位置而改變身份”的“對象”的概念。這些“語義概念”的例子數不勝數。但對於我們要用的語義語法，只需要一些基本的規則，基本上來說就是“對象”可以“移動”。關於這可能如何工作，有很多要說的（其中一些之前已經說過）。但我在這裡只會說幾句表明一些潛在前進道路的話。

	值得一提的是，即使一句話在語義語法上完全沒問題，也不意味著它已經（或者能）在實踐中成真。“The elephant traveled to the Moon” （大象去了月球）這句話毫無疑問會“通過”我們的語義語法，但（至少目前）在我們的現實世界中還沒有成真，雖然它絕對可以在虛構的世界中成真。

	當我們開始談論“語義語法”時，很快就會問：它的底層是什麼？它假設了什麼樣的“世界模型”？句法語法實際上只是關於由詞構建語言的。但是語義語法必然涉及某種“世界模型”—類似於“骨架”，由實際的詞構成的語言可以基於它分層。

	直到不久之前，我們可能還是認為（人類）語言將是描述“世界模型”的唯一通用方式。幾個世紀前，人們就已經開始針對特定種類的事物進行形式化，特別是基於數學。但是現在有了一種更通用的形式化方法：計算語言。

	是的，這是我四十多年來一直在研究的大型項目（現在體現在Wolfram 語言中）：開發一種精確的符號表示，以盡可能廣泛地談論世界上的事物，以及我們關心的抽象事物。例如，我們有城市、分子、圖像和神經網絡的符號表示，還有關於如何計算這些事物的內置知識。

	經過幾十年的努力，我們已經在許多領域中運用了這種方法。但是過去，我們並沒有特別用其處理“日常話語”。在“我買了兩斤蘋果”中，我們可以輕鬆地表示“兩斤蘋果”（並進行有關的營養和其他計算），但是（還）沒有找到“我買了”的符號表示。

	這一切都與語義語法的思想有關—目標是擁有一個對各種概念通用的符號“構造工具包”，用於對什麼可以與什麼組合在一起給出規則，從而對可以轉化為人類語言的“流”給出規則。

	假設我們有這種“符號話語語言”，我們會用它做什麼呢？首先可以生成“局部有意義的文本”。但最終，我們可能想要更有“全域意義”的結果—這意味著“計算”更多實際存在或發生於世界（或某個與現實一致的虛構世界）中的事情。

	在Wolfram語言中，我們已經擁有了關於許多種事物的大量內置計算知識。但如果要建立一種完整的符號話語語言，我們還需要納入關於世界上一般事物的額外“計算方法”（calculi）：如果一個物體從A移動到B，然後從B移動到C，那麼它就從A移動到了C，等等。

	我們不僅可以用符號話語語言來做“獨立的陳述”，而且可以用它來問關於世界的問題，就像對Wolfram｜Alpha所做的那樣。此外，也可以用它來陳述我們“想要實現”的事情，這可能需要一些外部激活機制；還可以用它來做斷言—也許是關於實際世界的，也許是關於某個我們正在考慮的（無論是虛構還是其他的）特定世界的。

	人類語言是不精確的，這主要是因為它沒有與特定的計算實現相“結合”，其意義基本上只由其使用者之間的“社會契約”定義。但是，計算語言在本質上具有一定的精確性，因為它指定的內容最終總是可以“在計算機上毫無歧義地執行”。人類語言有一定的模糊性通常無傷大雅。（當我們說“行星”時，是否包括外行星呢？等等。）但在計算語言中，我們必須對所做的所有區別進行精確和清晰的說明。

	在計算語言中，利用普通的人類語言來創造名稱通常很方便。但是這些名稱在計算語言中的含義必須是精確的，可能涵蓋也可能不涵蓋典型人類語言用法中的某些特定內涵。

	如何確定適用於一般符號話語語言的“本體論”（ontology）呢？這並不容易。也許這就是自亞裡士多德2000多年前對本體論做出原始論述以來，在這些方面幾乎沒有什麼進展的原因。但現在，我們已經知道了有關如何以計算的方式來思考世界的許多知識，這確實很有幫助（從我們的Physics Project和ruliad①思想中得到“基本 的形而上學”也無妨）。

	①ruliad是本書作者創造的概念，即所有可能的計算過程的糾纏上限：以各種可能的方式遵循所有可能的計算規則的結果。詳見文章“The Concept of the Ruliad”。-編者注 

	所有這些在ChatGPT中意味著什麼呢？在訓練中，ChatGPT有效地“拼湊出”了一定數量（相當驚人）的相當於語義語法的東西。它的成功讓我們有理由認為，構建在計算語言形式上更完整的東西是可行的。與我們迄今為止對ChatGPT內部的理解不同的是，我們可以期望對計算語言進行設計，使其易於被人類理解。

	當談到語義語法時，我們可以將其類比於三段論邏輯。最初，三段論邏輯本質上是關於用人類語言所表達的陳述的一組規則。但是，當形式邏輯被發展出來時（沒錯，在2000多年之後），三段論邏輯最初的基本結構也可以用來構建巨大的“形式化高塔”，能用於解釋（比如）現代數字電路的運作。因此，我們可以期待更通用的語義語法也會如此。起初，它可能只能處理簡單的模式，例如文本。但是，一旦它的整體計算語言框架被建立起來，我們就可以期待用它來搭建“廣義語義邏輯”的高塔，讓我們能夠以精確和形式化的方式處理以前接觸不到的各種事物（相比之下，我們現在只能在“地面層”處理人類語言，而且帶有很大的模糊性）。

	我們可以將計算語言—和語義語法—的構建看作一種在表示事物方面的終極壓縮。因為它使我們不必（比如）處理存在於普通人類語言中的所有“措辭”，就能夠談論可能性的本質。可以認為ChatGPT的巨大優勢與之類似：因為它也在某種意義上“鑽研”到了，不必考慮可能的不同措辭，就能“以語義上有意義的方式組織語言”的地步。

	如果我們將ChatGPT應用於底層計算語言，會發生什麼呢？計算語言不僅可以描述可能的事物，而且還可以添加一些“流行”之感，例如通過閱讀互聯網上的所有內容做到。但是，在底層，使用計算語言操作意味著像ChatGPT這樣的系統可以立即並基本地訪問能進行潛在不可約計算的終極工具。這使ChatGPT不僅可以生成合理的文本，而且有望判斷文本是否實際上對世界（或其所談論的任何其他事物）做出了“正確”的陳述。

	
那麼，ChatGPT到底在做什麼？它為什麼能做到這些？

	ChatGPT的基本概念在某種程度上相當簡單：首先從互聯網、書籍等獲取人類創造的海量文本樣本，然後訓練一個神經網絡來生成“與之類似”的文本。特別是，它能夠從“提示”開始，繼續生成“與其訓練數據相似的文本”。

	正如我們所見，ChatGPT中的神經網絡實際上由非常簡單的元素組成，儘管有數十億個。神經網絡的基本操作也非常簡單，本質上是對於它生成的每個新詞（或詞的一部分），都將根據目前生成的文本得到的輸入依次傳遞“給其所有元素一次”（沒有循環等）。

	值得注意和出乎意料的是，這個過程可以成功地產生與互聯網、書籍等中的內容“相似”的文本。ChatGPT不僅能產生連貫的人類語言，而且能根據“閱讀”過的內容來“循著提示說一些話”。它並不總是能說出“在全域上有意義”（或符合正確計算）的話，因為（如果沒有利用 Wolfram｜Alpha的“計算超能力”）它只是在根據訓練材料中的內容“聽起來像什麼”來說出“聽起來正確”的話。

	ChatGPT的具體工程非常引人注目。但是，（至少在它能夠使用外部工具之前）ChatGPT“僅僅”是從其積累的“傳統智慧的統計數據”中提取了一些“連貫的文本線索”。但是，結果的類人程度已經足夠令人驚訝了。正如我所討論的那樣，這表明了一些至少在科學上非常重要的東西：人類語言及其背後的思維模式在結構上比我們想像的更簡單、更“符合規律”。ChatGPT已經隱含地發現了這一點。但是我們可以用語義語法、計算語言等來明確地揭開它的面紗。

	ChatGPT在生成文本方面表現得非常出色，結果通常非常類似於人類創作的文本。這是否意味著ChatGPT的工作方式像人類的大腦一樣？它的底層人工神經網絡結構說到底是對理想化大腦的建模。當人類生成語言時，許多方面似乎非常相似。

	當涉及訓練（即學習）時，大腦和當前計算機在“硬件”（以及一些未開發的潛在算法思想）上的不同之處會迫使ChatGPT使用一種可能與大腦截然不同的策略（在某些方面不太有效率）。還有一件事值得一提：甚至與典型的算法計算不同，ChatGPT內部沒有“循環”或“重新計算數據”。這不可避免地限制了其計算能力—即使與當前的計算機相比也是如此，更談不上與大腦相比了。

	我們尚不清楚如何在“修復”這個問題的同時仍然讓系統以合理的效率進行訓練。但這樣做可能會使未來的ChatGPT能夠執行更多“類似大腦的事情”。當然，有許多事情大腦並不擅長，特別是涉及不可約計算的事情。對於這些問題，大腦和像ChatGPT這樣的東西都必須尋求“外部工具”，比如Wolfram 語言的幫助。

	但是就目前而言，看到ChatGPT已經能夠做到的事情是非常令人興奮的。在某種程度上，它是一個極好的例子，說明瞭大量簡單的計算元素可以做出非凡、驚人的事情。它也為我們提供了2000多年以來的最佳動力，來更好地理解人類條件（human condition）的核心特徵—人類語言及其背後的思維過程—的本質和原則。
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第二篇 利用 Wolfram｜Alpha 為ChatGPT賦予計算知識超能力

	[image: A diagram of a complex network

Description automatically generated with medium confidence]

	
ChatGPT和Wolfram｜Alpha

	當事物不知怎麼突然開始“發揮作用”時，總是讓人驚歎不已。這在2009年的Wolfram｜Alpha上發生過，在2020年的Physics Project上也發生過。現在，它正在OpenAI的ChatGPT上發生。

	我已經研究神經網絡技術很長時間了（實際上已經有43年了）。即使目睹了過去幾年的發展，我仍然認為ChatGPT的表現非常出色。最終，突然出現了一個系統，可以成功地生成關於幾乎任何東西的文本，而且非常類似於人類可能編寫的文本。這非常令人佩服，也很有用。而且，正如我討論過的那樣，我認為它的成功可能向我們揭示了人類思維本質的一些基本規律。

	雖然ChatGPT在自動化執行主要的類人任務方面取得了顯著的成就，但並非所有有用的任務都是如此“類人”的。一些任務是更加形式化、結構化的。實際上，我們的文明在過去幾個世紀中取得的一項偉大成就就是建立了數學、精密科學—最重要的是計算—的範式，並且創建了一座能力高塔，與純粹的類人思維所能達到的高度完全不同。

	我自己已經深度參與計算範式的研究多年，追求建立一種計算語言，以形式化符號的方式來表示世界中盡可能多的事物。在此過程中，我的目標是建立一個系統，用於“在計算上輔助”和增強人類想要做的事情。雖然我本人只能用人類的方式來思考事物，但我也可以隨時調用Wolfram語言和Wolfram｜Alpha來利用一種獨特的 “計算超能力”做各種超越人類的事情。

	這是一種非常強大的工作方式。重點是，它不僅對我們人類很重要，而且對類人AI（artificial intellgence，人工智能）同樣（甚至更）重要—可以直接為其賦予計算知識超能力，利用結構化計算和結構化知識的非類人力量。

	儘管我們才剛剛開始探索這對ChatGPT意味著什麼，但很明顯，驚喜是可能出現的。雖然Wolfram｜Alpha和ChatGPT所做的事情 完全不同，做事的方式也完全不同，但它們有一個公共接口：自然語言。這意味著ChatGPT可以像人類一樣與Wolfram｜Alpha“交 談”，而Wolfram｜Alpha會將它從ChatGPT獲得的自然語言轉換為 精確的符號計算語言，從而應用其計算知識能力。

	幾十年來，對AI的思考一直存在著兩極分化：ChatGPT使用的“統計方法”，以及實際上是Wolfram｜Alpha的起點的“符號方法”。現在，由於有了ChatGPT的成功以及我們在使Wolfram｜Alpha理 解自然語言方面所做的所有工作，終於有機會將二者結合起來，發揮出比單獨使用任何一種方法都更強大的力量。

	
一個簡單的例子

	ChatGPT本質上是一種生成語言輸出的系統，其輸出遵循來自互聯網和書籍等的訓練材料中的“模式”。令人驚奇的是，輸出的類人特徵不僅體現在小範圍內，而且在整個文章中都很明顯。它可以表達連貫的內容，通常以有趣和出人意料的方式包含它所學的概念。產生的內容始終是“在統計學上合理”的，至少是在語言層面上合理的。儘管它的表現非常出色，但這並不意味著它自信給出的所有事實和計算都一定是正確的。

	下面是我剛剛注意到的一個例子（ChatGPT具有內在的隨機性，因此如果你嘗試問相同的問題，可能會得到不同的答案）。

	[image: A chat bubble with text

Description automatically generated]

	聽起來相當有說服力。但是事實證明它是錯誤的，因為Wolfram｜Alpha

	可以告訴我們如下答案。

	[image: A screenshot of a computer

Description automatically generated]當然，這顯得不太公平，因為這個問題正是Wolfram｜Alpha擅長的問題類型：可以基於其結構化、有條理的知識進行精確計算。

	有趣之處是，我們可以想像讓Wolfram｜Alpha自動幫助ChatGPT。 可以通過編程向Wolfram｜Alpha提問（也可以使用WebAPI等）。

	[image: A black text on a white background

Description automatically generated]現在再次向ChatGPT提問，並附上此結果。

	[image: A screenshot of a white paper

Description automatically generated]

	ChatGPT非常禮貌地接受了更正。如果你再次提出該問題，它會給出正確的答案。顯然，可以用一種更精簡的方式處理與Wolfram｜Alpha的交流，但是看到這種非常簡單的純自然語言方法已經基本奏效也很令人高興。

	不過，為什麼ChatGPT一開始會犯這個錯誤呢？如果它在訓練時從某個地方（例如互聯網上）看到了芝加哥和東京之間的具體距離，它當然可以答對。但在本例中，僅僅依靠神經網絡能輕鬆完成的泛化（例如對於許多城市之間距離的許多示例的泛化）並不夠，還需要一個實際的計算算法。

	Wolfram｜Alpha的處理方式則截然不同。它接受自然語言，然後（假設可能的話）將其轉換為精確的計算語言（即Wolfram語言），在本例中如下所示。

	[image: A close-up of a sign

Description automatically generated]城市的坐標和計算距離的算法是Wolfram語言內置的計算知識的一部分。是的，Wolfram語言擁有大量內置的計算知識—這是我們幾十年的工作成果，我們精心梳理了不斷更新的海量數據，實現（而且經常發明）了各種方法、模型和算法—並且系統地為一切構建了一整套連貫的計算語言。

	
再舉幾個例子

	ChatGPT和Wolfram｜Alpha的工作方式截然不同，各有優勢。為了 理解ChatGPT可以如何利用Wolfram｜Alpha的優勢，讓我們討論 ChatGPT本身並不能完全回答正確的一些情況。ChatGPT像人類一樣，經常在數學領域遇到困難。

	[image: A screenshot of a chat

Description automatically generated]很有趣的文章式回答，但實際結果是錯誤的。

	[image: A screenshot of a computer

Description automatically generated]如果讓ChatGPT“諮詢”Wolfram｜Alpha，它當然可以得到正確的答案。

	讓我們嘗試一些稍微複雜的問題。

	[image: A screenshot of a paper

Description automatically generated]乍一看，這個結果似乎很棒，我很容易相信它。然而，事實證明它是錯誤的，因為Wolfram｜Alpha可以告訴我們如下答案。

	[image: A screenshot of a computer

Description automatically generated]

	因此，使用（不能諮詢Wolfram｜Alpha的）ChatGPT做數學作業可

	能不是一個好主意。它可以給你一個看似非常可信的答案。

	[image: A white text with black text

Description automatically generated with medium confidence]但是如果ChatGPT沒有“真正理解數學”，就基本上不可能可靠地得出正確答案。所以，答案又是錯誤的。

	[image: A screen shot of a math problem

Description automatically generated]

	ChatGPT甚至可以為“它得出答案的方式”（儘管並不是它所“做”的真正方式）編造一個非常像樣的解釋。此外，迷人（和有趣）的是，它給出的解釋裡存在不理解數學的人類可能會犯的錯誤。

	[image: A screenshot of a math exam

Description automatically generated]

	在各種各樣的情況下，“不理解事物的含義”都可能會引起麻煩。

	[image: A close-up of a question

Description automatically generated]聽起來頗有說服力，但不正確。

	[image: A screenshot of a computer

Description automatically generated]ChatGPT似乎在某處正確地學習了這些基礎數據，但它並沒有充分“理解數據的含義”以正確地排列這些數字。

	[image: A white text with black text

Description automatically generated]

	是的，可以找到一種方法來“修復這個特定的bug”。但問題在於，像ChatGPT這樣基於生成語言的AI系統的基本思想並不適用於需要執行結構化計算任務的情況。換句話說，需要“修復”幾乎無窮多的“bug”，才能追趕上Wolfram｜Alpha以其結構化方式所能實現的幾乎無窮小的成就。

	“計算鏈”越複雜，就越有可能需要調用Wolfram｜Alpha來正確處理。對於下面的問題，ChatGPT給出了一個相當混亂的答案。

	[image: A text message with text in english and chinese

Description automatically generated with medium confidence]正如Wolfram｜Alpha告訴我們的那樣，ChatGPT的結論並不正確 （就像它自己在某種程度上“已經知道”的）。

	[image: A screenshot of a web page

Description automatically generated]每當涉及特定的（例如數量）數據時，即使是相當原始的形式，也往往更適合用Wolfram｜Alpha處理。以下這個例子受到了長期以來最受喜愛的Wolfram｜Alpha測試查詢“How many turkeys are there in Turkey？”（土耳其有多少只火雞）的啟發。

	[image: A screenshot of a cellphone

Description automatically generated]這（一開始）看起來完全有道理，甚至引用了相關的來源。然而事實證明，這些數據基本上只是“捏造”的。

	[image: A screenshot of a computer

Description automatically generated]不過，非常好的一點是，ChatGPT可以輕鬆地“請求事實來做檢查”。

	[image: A screenshot of a computer

Description automatically generated]現在將這些請求通過Wolfram｜Alpha API進行饋送。

	[image: A white text with black text

Description automatically generated]現在我們可以注入這些數據，要求ChatGPT修正其原始回答（甚至以粗體顯示它所做的修正）。

	[image: A screenshot of a screenshot of a cell phone

Description automatically generated]

	當涉及實時（或依賴位置等的）數據或計算時，“注入事實”的能力特別好。ChatGPT不會立即回答下面這個問題。

	[image: A screenshot of a chat

Description automatically generated]下面是一些相關的Wolfram｜Alpha API輸出。

	[image: A list of text on a white background

Description automatically generated]如果將其輸入ChatGPT，它會生成漂亮的文章式結果。

	[image: A screenshot of a computer

Description automatically generated]

	有時，計算系統和類人系統之間會有有趣的相互作用。下面是一個向Wolfram｜Alpha提出的相當異想天開的問題，而它甚至會詢問你是否想要“soft-serve ice cream”（軟冰激淩）。

	[image: A screenshot of a computer

Description automatically generated]

	ChatGPT最開始對於“volume”（體積）的概念有些困惑。

	[image: A text on a white background

Description automatically generated]

	
前方的路

	機器學習是一種強大的方法，特別是在過去十年中，它取得了一些非凡的成功—ChatGPT是最新的成功案例。除此之外，還有圖像識別、語音轉文字、語言翻譯·····在每個案例中，都會跨越一個門檻—通常是突然之間。一些任務從“基本不可能”變成了“基本可行”。

	但結果從來不是“完美”的。也許有的東西能夠在95％的時間內運作良好。但是不論怎樣努力，它的表現在剩下的5％時間內仍然難以捉摸。對於某些情況來說，這可能被視為失敗。但關鍵在於，在各種重要的用例中，95％往往就“足夠好了”。原因也許是輸出是一種沒有“正確答案”的東西，也許是人們只是在試圖挖掘一些可能性供人類（或系統算法）選擇或改進。

	擁有數百億參數的神經網絡一次一個標記地生成文本，能夠做到ChatGPT所能做的事情，這著實是非同凡響的。鑒於這種戲劇性、意想不到的成功，人們可能會認為，如果能夠“訓練一個足夠大的網絡”，就能夠用它來做任何事情。但事實並非如此。關於計算的基本事實，尤其是計算不可約的概念，表明它最終是無法做到的。

	不過不要緊，重點在於我們在機器學習的實際歷史中看到的：會取得（像ChatGPT這樣的）重大突破，進步不會停止。更重要的是，我們會發現能做之事的成功用例，它們並未因不能做之事受阻。

	雖然“原始ChatGPT”可以在許多情況下幫助人們寫作、提供建議或生成對各種文檔或交流有用的文本，但是當必須把事情做到完美時，機器學習並不是解決問題的方法—就像人類也不是一樣。

	這正是我們在以上例子中看到的。ChatGPT在“類人的部分”表現出色，因為其中沒有精確的“正確答案”。但當它被“趕鴨子上架”、需要提供精確的內容時，往往會失敗。這些例子要表達的重點是，有一種很好的方法可以解決該問題—將ChatGPT連接到Wolfram｜Alpha 以利用其全部的計算知識“超能力”。

	在Wolfram｜Alpha內部，一切都被轉換為計算語言，轉換為精確的Wolfram語言代碼。這些代碼在某種程度上必須是“完美”的，才能可靠地使用。關鍵是，ChatGPT無須生成這些代碼。它可以生成自己常用的自然語言，然後由Wolfram｜Alpha利用其自然語言理解能力轉換為精確的Wolfram 語言。

	在許多方面，可以說ChatGPT從未“真正理解”過事物，它只“知道如何產生有用的東西”。但是Wolfram｜Alpha則完全不同。因為一旦Wolfram｜Alpha將某些東西轉換為Wolfram語言，我們就擁有了它們完整、精確、形式化的表示，可以用來可靠地計算事物。不用說，有很多“人類感興趣”的事物並沒有形式化的計算表示—儘管我們仍然可以用自然語言談論它們，但是可能不夠準確。對於這些事物，ChatGPT只能靠自己，而且能憑藉自己的能力做得非常出色。

	就像我們人類一樣，ChatGPT有時候需要更形式化和精確的“助力”。重點在於，它不必用“形式化和精確”的語言表達自己，因為Wolfram｜Alpha可以用相當於ChatGPT母語的自然語言進 行溝通。當把自然語言轉換成自己的母語—Wolfram語言時，Wolfram｜Alpha會負責“添加形式和精度”。我認為這是一種非常好的情況，具有很大的實用潛力。

	這種潛力不僅可以用於典型的聊天機器人和文本生成應用，還能擴展到像數據科學或其他形式的計算工作（或編程）中。從某種意義上說，這是一種直接把ChatGPT的類人世界和Wolfram語言的精確計算世界結合起來的最佳方式。

	ChatGPT能否直接學習Wolfram語言呢？答案是肯定的，事實上它已經開始學習了。我十分希望像ChatGPT這樣的東西最終能夠直接在Wolfram語言中運行，並且因此變得非常強大。這種有趣而獨特的情況之所以能成真，得益於Wolfram語言的如下特點：它是一門全面的計算語言，可以用計算術語來廣泛地談論世界上和其他地方的事物。

	Wolfram 語言的總體概念就是對我們人類的所思所想進行計算上的表示和處理。普通的編程語言旨在確切地告訴計算機要做什麼，而作為一門全面的計算語言，Wolfram語言涉及的範圍遠遠超出了這一點。實際上，它旨在成為一門既能讓人類也能讓計算機“用計算思維思考”的語言。

	許多世紀以前，當數學符號被發明時，人類第一次有了“用數學思維思考”事物的一種精簡媒介。它的發明很快導致了代數、微積分和最終所有數學科學的出現。Wolfram語言的目標則是為計算思維做類似的事情，不僅是為了人類，而且是要讓計算範式能夠開啟的所有“計算XX學”領域成為可能。

	我個人因為使用Wolfram語言作為“思考語言”而受益匪淺。過去幾十年裡，看到許多人通過Wolfram 語言“以計算的方式思考”而取得了很多進展，真的讓我喜出望外。那麼ChatGPT呢？它也可以做到這一點，只是我還不確定一切將如何運作。但可以肯定的是，這不是讓ChatGPT學習如何進行Wolfram 語言已經掌握的計算，而是讓ChatGPT學習像人類一樣使用Wolfram 語言，讓ChatGPT用計算語言（而非自然語言）生成“創造性文章”，等等。

	我在很久之前就討論過由人類撰寫的計算性文章的概念，它們混合使用了自然語言和計算語言。現在的問題是，ChatGPT能否撰寫這些文章，能否使用Wolfram 語言作為一種提供對人類和計算機而言都“有意義的交流”的方式。是的，這裡存在一個潛在的有趣的反饋循環，涉及對 Wolfram 語言代碼的實際執行。但至關重要的是Wolfram 語言代碼所代表的“思想”的豐富性和“思想”流—與普通編程語言中的不同，更接近ChatGT在自然語言中“像魔法一樣”處理的東西。

	換句話說，Wolfram語言是和自然語言一樣富有表現力的，足以用來為ChatGPT編寫有意義的“提示”。沒錯，Wolfram 語言代碼可以直接在計算機上執行。但作為ChatGPT的提示，它也可以用來“表達”一個可以延續的“想法”。它可以描述某個計算結構，讓ChatGPT“即興續寫”人們可能對於該結構的計算上的說法，而且根據它通過閱讀人類寫作的大量材料所學到的東西來看，這“對人類來說將是有趣的”。

	ChatGPT的意外成功突然帶來了各種令人興奮的可能性。就目前而言，我們能馬上抓住的機會是，通過Wolfram｜Alpha賦予ChatGPT 計算知識超能力。這樣，ChatGPT不僅可以產生“合理的類人輸出”，而且能保證這些輸出利用了封裝在Wolfram｜Alpha和 Wolfram 語言內的整座計算和知識高塔。

	
相關資源

	—文章《ChatGPT在做什麼？它為何能做到這些？》（“What IsChatGPT Doing...and Why Does It Work？”）：本書在線版本，包 含可運行的代碼

	—文章《初中生能看懂的機器學習》（“Machine Learning for Middle Schoolers”，作者：Stephen Wolfram）：介紹機器學習的基本概念

	—圖書《機器學習入門》（Introduction to Machine Learning，Etienne Bernard著）：一本關於現代機器學習的指南，包含可運行的代碼

	—網站“Wolfram機器學習”（Wolfram Machine Learning）：闡釋Wolfram 語言中的機器學習能力

	—Wolfram U上的機器學習課程：交互式的機器學習課程，適合不同層次的學生學習

	—文章《如何與AI交流？》（“How Should We Talk to AIs？”，作者：Stephen Wolfram）：2015年的一篇短文，探討了如何使用自然語言和計算語言與AI交流

	—Wolfram 語言 

	—Wolfram|Alpha 
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Assuming “largest" refers to total area | Use GDP or population instead
Assuming Central America | Use Central America with Mexico instead
Input interpretation

by total area
in Central America

largest countries

Result More

1 Nicaragua = 50336mi?
2  Honduras = 43278mi? 1]
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What's the second largest country in central america = ‘j‘%ﬂﬁ@ﬁ:ﬂtﬁi.ﬂ‘ﬁ?)

The second largest country in Central America (by land area) is Nicaragua. Nicaragua is
located in the middie of Central America, bordered by Honduras to the north, and Costa
Rica to the south. With a land area of approximately 130,370 square kilometers (50,336
square miles), Nicaragua is slightly smaller than the largest country in Central America,
which is Honduras.
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. How big is Mercury, and are any planetary moons larger than it?
N kmnsxr arannRweA" )

. Mercury is the smallest planet in our solar system. It is only slightly larger than Earth's
moon, with a diameter of about 3,032 miles (4,880 kilometers). No planetary moons in
our solar system are larger than Mercury. The largest moons in the solar system are the

[ four Galilean moons of Jupiter: Ganymede, Callisto, lo, and Europa. Ganymede is the

/| largest of these, with a diameter of about 3,274 miles (5,268 kilometers), which makes it

slightly larger than Mercury. However, these moons orbit around Jupiter, a planet that is

much larger than Mercury. Y/ AD=R R 274 %2 (5 D
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n what are the largest countries in central america =, PEMNBANEREML?

The largest countries in Central America, ranked by land area, are:

1. Honduras - 112,492 square kilometers (43,278 square miles)
2. Nicaragua - 130,370 square kilometers (50,193 square miles)
3. El Salvador - 21,041 square kilometers (8,124 square miles)
4. Costa Rica - 51,100 square kilometers (19,656 square miles)
6. Panama - 78,200 square kilometers (30,193 square miles)

It's important to note that these figures represent the total land area of each country,
including any islands that are part of the country. Some of the countries in Central
America, such as El Salvador and Costa Rica, are relatively small in size, while others,
such as Honduras and Nicaragua, are larger.
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1= NestList[StringJoin[# , model[# "Decision"]] &,
"The best thing about Al is its ability to", 7]

our-1= {The best thing about Al is its ability to,
The best thing about Al is its ability to learn,
The best thing about Al is its ability to learn from,
The best thing about Al is its ability to learn from experience,
The best thing about Al is its ability to learn from experience.,
The best thing about Al is its ability to learn from experience. It,
The best thing about Al is its ability to learn from experience. It's,
The best thing about Al is its ability to learn from experience. It's not}





images/image-109.png
*' What planetary moons are larger than Mercury? e l

Assuming “larger” refers to average radius | Use mass instead

Input interpretation

planetary moons  largerthan  Mercury  average radius |

Result

Ganymede
Titan

Orbital properties Show metric More
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The best thing about Al is its ability to

learn 4.5%
h};ed ict 3.5%
make 3.2%
_\:r;derstand 3.1%
do 2.9%
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1= Dataset[ReverseSort[Association[%]],
ItemDisplayFunction - (PercentForm[#, 2] &)]
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predict 3.5%
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* circumference of an ellipse with half axes 3 and 12

Input interpretation

ellipse semi-axis lengths 3 | 12 ‘ circumference

Result

15
48E(22) <51,
[16]~514705

E(m) is the complete elliptic integral of the second kind with parameter m = k*2
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circumference of an ellipse with half axes 3 and 12

\ SRR 3 012 KEMAKRSD?

The circumference of an ellipse can be approximated using the formula:
Circumference =t * J{(a"2 + b*2) [ 2)

where a and b are the lengths of the semi-major and semi-minor axes of the ellipse,
respectively. The semi-major axis is the longer of the two axes that pass through the
center of the ellipse and divide it into two halves, and the semi-minor axis is the
shorter of the two axes.

In an ellipse with semi-major axis 3 and semi-minor axis 12, the circumference would
be:

Circumference =t * J((372 + 12°2) [ 2)
= approximately 27.3

The circumference of this ellipse is approximately 27.3.

It is important to note that this formula is an approximation, and the actual
circumference of an ellipse can be calculated more accurately using more complex
formulas.

)
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’ What is the integral of x*2 cos(2x) =]

Indefinite integral [V Step-by-step solutioﬂ

ff cos2x)dx = % (22~ 1) sin(2 x) + 2 x cos(2 x)) + constant

Plots of the integral






images/image-102.png
What is the integral of X2 cos(2x)? R @ S,

The integral of X2 cos(2x) is a mathematical expression representing the area under the
curve of the function y = x*2 cos(2x). It can be calculated using the following formula:

J x*2 cos(2x) dx = (1/4) x~3 sin(2x) - (1/8) x cos(2x) + C
where C is an arbitrary constant and / represents the integral symbol.

The integral of a function represents the area under the curve of the function between two
points. It can be calculated by finding the area of the region bounded by the curve, the x-
axis, and the vertical lines representing the two points.

The formula for the integral of x*2 cos(2x) can be derived using integration techniques
and rules. It is important to note that this formula is valid for certain ranges of x and may
not give an accurate resuit for other values of x.
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n Show how you derived that

To derive the formula for the integral of x*2 cos(2x), you can use the following steps:

1. Begin by writing the function you want to find the integral of, in this case y = x*2
cos(2x).

2. Use integration techniques and rules to find the integral of the function. For example,
you can use the following rules:

* The integral of a constant times a function is the constant times the integral of the
function.

* The integral of x*n is (x*(n+1))/(n+1) + C, where C is a constant and n is a positive
integer.

* The integral of sin(x) is -cos(x) + C, and the integral of cos(x) is sin(x) + C, where Cisa
constant.

3. Substitute the appropriate values into the formula and simplify to find the final result.
For example, to find the integral of x*2 cos(2x), you can use the following steps:

1. Begin with the function y = x~2 cos(2x).

2. Use the rule for the integral of x”n to find the integral of x*2. This gives us (x*3)/3 +C.

3. Use the rule for the integral of cos(x) to find the integral of cos(2x). This gives us (1/2)
sin(2x) + C.

4. Multiply the results from steps 2 and 3 to find the integral of x*2 cos(2x). This gives us
((x*3)/3 + C) * ((1/2) sin(2x) + C) = (x"3)/6 sin(2x)

5. Simplify the result by
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The best thing about Al is its ability to automate processes and make decisions
quickly and accurately. Al can be used to automate mundane tasks, such

as data entry, and can also be used to make complex decisions, such as
predicting customer behavior or analyzing large datasets. Al can also

be used to improve customer service, as it can quickly and accurately

respond to customer inquiries. Al can also be used to improve the accuracy

of medical diagnoses and to automate the process of drug discovery.
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The best thing about Al is its ability to see through, and make sense of, the world
around us, rather than panicking and ignoring. This is known as Al "doing

its job" or Al "run-of -the-mill." Indeed, taking an infinite number of steps,
developing a machine that can be integrated with other systems, or controlling
one system that's truly a machine, is one of the most fundamental processes of
Al. Aside from the human-machine interaction, Al was also a big part of creativity
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nl- - LetterCounts [WikipediaData["cats"] ]
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The best thing about Al is its ability to learn and develop over time, allowing it to
continually improve its performance and be more efficient at tasks. Al can
also be used to automate mundane tasks, allowing humans to focus on

more important tasks. Al can also be used to make decisions and provide
insights that would otherwise be impossible for humans to figure out.
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inl )= LetterCounts [WikipediaData["dogs" ] |

(| e~ 3911, a 2741, 0 - 2608, i -» 2562, t -» 2528, 5 - 2406,
n - 2340, r- 1866, d -» 1584, h - 1463, | - 1355, c - 1083, g - 929,
m > 859, u-> 782, f - 662, p - 636, y » 500, b > 462, W -> 409,
\i.s 406, k 151, T 90, C - 85,1590 A +74 x 71, S -» 65,

Out/+ J=
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Hadronic Electrons?

Stephen Wolfram
Eton Collcge, Windsor, Berkabive, Enghond.

Absiract

A new form of high esergy elecaron - hadron cougling is examined with reference (o the experimental
data, The clectron s taken 10 have & scutral vestor gheon cloud with a radius ~10~'* m, This Is
shown 1o be conshitent with meusurvments om ¢*e” — ¢"¢” and g,~2. At low cnergics, only
Photons couple to the gheoas, but 3t Ngher energies ‘swaporation’ then “boiling’ of © and ¢ occurs,
allowing strong intetections. The model yiekds sccurate predictions for the form of the rise in
R = ofe*e” ~h)e(e*e~~p"s"), Arguments sre given for the order of magnitude of m, and for the
lack of # permancat meon clowd in kptoms. Stroag interaction selection rules forbid a contribution
10x* ~ ¢*¢™, and intcrfereace with the cso-photos channed produces minimal scaling violation in
oN processes 3t prosnt emergies. The comstant value of ofe*e~Ya(Pp) in correctly predicied and
evideoce from high energy pp interactions is abo cited. The v particles are interpreted as ¢*c™
Tesonances in the evaporation region, and their properties are generated correctly. Predictions are
sgiven for the bedaviour of afete~) at high energics.

Introduction

‘The recent discoveries of scaling violation and narrow resonances in deep inclastic
e*e” annihilation (sce review of data by Gilman 1975) have raised the possibility
that electrons may undergo non-electromagnetic interactions with hadrons (Bigi
and Bjorken 1974; Chanda 1974; Greenberg and Yodh 1974; Pati and Salam
1974a, 1974b; Richter 1974; Soni 1974, 19745; Wolfram 1975). In the low energy
limit g* = 0, it is well known that electrons obey quantum electrodynamics (QED)
to considerable accuracy, and hence in this region the strength of any anomalous
clectron-hadron coupling must be negligible. At higher energies (7 2 15 GeV?),
however, the predictions of QED fail, and scaling is violated. In electron-nucieus
interactions, there is also scaling in the low energy region (g° < 0-09 GeV?), but
this ceases as the electrons probe the nucleon form factors and induce free pion
production (Chanowitz and Drell 1973). In the hadronic clectron model presented
here, scaling is broken by a similar process.

Structure of the Electron

By analogy with hadrons, the core of the electron is taken as a collection of
‘bitons” bound by a superstrong interaction mediated by neutral massive vector
gluons with photon quantum numbers. These will not be restricted to the core,
but will tend to form a cloud around it, From a comparison of the expected
gradients of strong and weak Regge trajectories, we expect a characteristic weak
interaction structure size of order /Gg ~ 107'® m (Greenberg and Yodh 1974).





images/image-22.png
rronoitadatcaeaesaotdoysaroiyiinnbantoioestlhddeocneooewceseciselnodrtrd™.
griscsatsepesdcniouhoetsedeyhedslernevstothindtbmnaohngotannbthrd™.
thtonsipieldn





images/image-21.png
wi1= [ English Lancuace |[[ character frequencies |]

oulf+ |+ {e - 12.7%,t- 9.06%,a- 8.17%,0- 7.51%,i- 6.97%,
n- 6.75%,5- 6.33%,h- 6.09%,r- 5.99%,d - 4.25%,|-> 4.03%,
C- 2.78%,U- 2.76%,m-> 2.41% ,W - 2.36%,f-> 2.23%,
g- 2.02%,y- 1.97%,p- 1.93%,b- 1.49%,v-> 0.978%,
k- 0.772% ,j- 0.153% ,x - 0.150% ,q - 0.0950% ,z - 0.0740% }
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The best thing about Al is its ab|l|ty to learn. I've always llked the

The best thing about Al is its ability to really come into your world and Just

The best thmg about Al is its ability to examine human behaV|or and the way it

The best thmg about AI isits ablhty todoa greatjob of teachmg us

The best thing about Al is its ability to create real tasks but you can
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{The best thing about Al is its ability to,
The best thing about Al is its ability to create,
The best thing about Al is its ability to create worlds,
The best thing about Al is its ability to create worlds that,
The best thing about Al is its ability to create worlds that are,
The best thing about Al i its ability to create worlds that are both,
The best thing about Al is its ability to create worlds that are both exciting,
The best thing about Al is its ability to create worlds that are both exciting,}
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Insert this corrected data into your original response, surrounding each modified value
with "ee":

{"In 2020, Turkey had about 379 million chickens as livestock”, "In 2020, Turkey had
about 4.8 million turkeys as livestock", "In 2020, Turkey had 560000 ducks as livestock”,
“In 2020, Turkey had about 18 million cattle as livestock", "In 2020, Turkey had about 42.1
million sheep as livestock", "In 2020, Turkey had about 12 million goats as livestock"}

Here is the corrected data inserted into my previous response, with the modified values
surrounded by "**":

Turkey is a major producer of livestock, including poultry, cattle, sheep, and goats.
According to data from the Food and Agricultural Organization of the United Nations
(FAO), as of 2020, Turkey had the following livestock populations:

* Poultry: In 2020, Turkey had about 379 million chickens as livestock and 4.8 million
turkeys as livestock, as well as about 560000 ducks.

* Cattle: In 2020, Turkey had about 18 million head of cattle.

* Sheep: In 2020, Turkey had about 42.1 million sheep.

* Goats: In 2020, Turkey had about 12 million goats.

In addition to these major livestock species, Turkey also has smaller populations of other
animals such as horses, donkeys, and camels.
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in[-}:= Values[WolframAlpha["What planets can | see tonight",
{"Input", "PropertyRanking:PlanetData"}, "Plaintext"}]]
outl-J= {planets | above the horizon | 10:00 pm, Mercury | Mercury is below the horizon
Venus | Venus is below the horizon
Mars | Mars is above the horizon
Jupiter | Jupiter is above the horizon
Saturn | Saturn is below the horizon
Uranus | Uranus is above the horizon
Neptune | Neptune is above the horizon}
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What planets can | see tonight? —. SBRAEEBBTAITE?

I'm sorry, but | don't have any current information on what planets are visible in the sky
tonight. In order to find out what planets are visible tonight, you'll need to use a
planetarium app or website. These tools use your location and the current time to provide
information on which planets are visible in the sky. Some popular planetarium apps and
websites include Sky Guide, Star Walk, and Stellarium. Alternatively, you can check a

printed sky map or ask an astronomer for information on what planets are visible from
your location.
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‘l How many calories are there in a cubic light year of ice cream7 -] l

Y—nﬁmmxaﬁsmm )

} Assuming ice cream | Use soft-serve (o2 cream instead

| Assuming any type of ice cream | Use ice cream, vanillaor  more - instead
|

Input interpretation
ice cream amount 1y (cubic light year) total calories

Average result Show details
14 x10* Cal (dietary Calories)

Unit conversions

58x10% J (joules)

58x10%
(unit officially
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Revise your answer, incorporating this data:

{"planets | above the horizon | 10:00 pm",
"Mercury | Mercury is below the horizon
Venus | Venus is below the horizon

Mars | Mars is above the horizon

Jupiter | Jupiter is above the horizon
Saturn | Saturn is below the horizon

According to the information provided, at 10:00 PM, the planets that are above the
horizon are Mars, Jupiter, Uranus, and Neptune. Mercury and Venus are below the
horizon, and Saturn is also below the horizon. | should note that the visibility of planets
can vary depending on your location and the time of year. | recommend using a
planetarium app or website to get the most accurate and up-to-date information on
which planets are visible from your location.
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The best thing about Al is its ability to learn from experience.

It's not just a matter of learning from experience, it's learning from the
world around you. The Al is a very good example of this. It's a very good
example of how to use Al to improve your life. It's a very good example of
how to use Al to improve your life. The Al is a very good example of how
to use Al to improve your life. It's a very good example of how to use Al to
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. How many calories are in a cubic light year of ice cream?

. I'm sorry, but it is not possible to have a cubic light year of anything, let alone ice cream.
A light year is a unit of distance, not volume, and is equal to approximately 5.88 trillion
/ miles. Itis a measure of the distance that light can travel in one year. Therefore, it is not
/' possible to have a cubic light year of any substance, including ice crea.
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* Livestock populations in Turkey

Input interpretation

Turkey  livestock population

Result More

cattle 18 million (2020 estimate)
chickens 379 million (2020 estimate)
goats 12 million (2020 estimate)
pigs 990 (2020 estimate)

sheep 42.1 million (2020 estimate)
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Tell me about livestock populations in Turkey Jﬁiﬁﬂ:tgﬁﬁ §’D§ﬁ§§)

Turkey is a major producer of livestock, including poultry, cattle, sheep, and goats.
According to data from the Food and Agricultural Organization of the United Nations
(FAO), as of 2020, Turkey had the following livestock populations:

* Poultry: Turkey has a large poultry industry, with a population of approximately 537
million chickens, 37 million turkeys, and 3 million ducks.

* Cattle: Turkey has a relatively small cattle population, with approximately 7.4 million
head of cattle.

* Sheep: Turkey has a larger sheep population, with approximately 25.6 million sheep.

* Goats: Turkey also has a significant goat population, with approximately 10.7 million
goats.

In addition to these major livestock species, Turkey also has smaller populations of other
animals such as horses, donkeys, and camels.
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in] = WolframAlpha[#, "SpokenResult"] &/@
{"Number of chickens in Turkey", "Number of turkeys in Turkey",
"Number of ducks in Turkey", "Number of cattle in Turkey",
"Number of sheep in Turkey", "Number of goats in Turkey"}

out[-]= {In 2020, Turkey had about 379 million chickens as livestock,
In 2020, Turkey had about 4.8 million turkeys as livestock,
In 2020, Turkey had 560000 ducks as livestock,
In 2020, Turkey had about 18 million cattle as livestock,
In 2020, Turkey had about 42.1 million sheep as livestock,
In 2020, Turkey had about 12 million goats as livestock}
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Give me a simple keyword query that could be answered by each numerical value in your

response; only list the queries

* "Number of chickens in Turkey"
* "Number of turkeys in Turkey"

* "Number of ducks in Turkey"

* "Number of cattle in Turkey"

= "Number of sheep in Turkey"

* “Number of goats in Turkey"
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* What is 3 to the power 737 =]

Input
37

Result
67585198 634817 523235 520443 624317 923
Scientific notation

6.7585198634817523235520443624317923 x 10

Number names Full name

67 decillion ...
67 million billion billion billion ...
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What is 3 to the power 73?

3 to the power 73 is equal to 3773, which is approximately 14,091,714,236.

To calculate an exponent, you can use the formula "base"""exponent" = "result". For
example, to calculate 3273, you would plug in 3 for the base and 73 for the exponent to
get 3”73 = approximately 14,091,714,236.

Itis important to note that this result is just an estimate, as the actual value of 3*73 is
very large and may not be accurately represented by most calculators or computers.
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(-26.134, -6.02347, ~11.994, ~22.4684, 24.1717, ~5.94363, ~13.0411, ~17.7021, -1.58528,
-7.38389}





images/image-39.png





images/image-38.png





images/image-40.png
1.0 o






images/image28.png
on inguman men ise forernoft weat iofobato buc ous corew ousesetiv falle
tinouco ryefo ra the ecederi pasuthrgr cuconom tra tesla will tat pere thi





images/image-4.png
In2)= Moduls {ia Q ,comers}, comers = ImageCorners[i, 3, 0.1, 5J;

Show[{i, Graphics[{{Orange, Thickness[0.003], Outer{If{ 221 === 22, {},
{Opacity[3000 / EuclideanDistance[211, #2]*2], Line[{1, #2}]}
] & comers, comers, 1]}, {EdgeForm[Green], FaceForm[l,
Rectangle[7 - 10, 27 + 10] &/@ comers)}]}]]
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in-1= model["The best thing about Al is its ability to", {"TopProbabilities", 5}]

oui-)= { do - 0.0288508, understand - 0.0307805,
make - 0.0319072, predict -» 0.0349748, learn - 0.0445305}
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. How far is it from Chicago to Tokyo? The distance from the center of Chicago, lllinois to
the center of Tokyo is about 6313 miles

. Thank you for correcting me. You are correct that the distance from the center of
Chicago, lllinois to the center of Tokyo, Japan is about 6313 miles (10160 kilometers). This

distance can vary slightly depending on the specific location within each city that is being
used as the starting and ending point,

- How far is it from Chicago to Tokyo?

. The distance from Chicago, lllinois to Tokyo, Japan is approximately 6313 miles (10160
kilometers). This is a very long distance and it would take a significant amount of time to
travel from one place to the other by any mode of transportation. The actual flight time
from Chicago, IL to Tokyo, Japan is about 16 hours, but this does not take into account
factors such as wind and the layover time at the airport.
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inl-1= WolframAlpha["what is the distance from Chicago to Tokyo", "SpokenResult"]

out[ -]« The distance from the center of Chicago, lllinois to the center of Tokyo is about 6313 miles
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In[-]:= GeoDistance[ﬁ:hleago crv |, [Tokyo c.wJ]

out[-]= 6296.06 mi
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* How far is it from Chicago to Tokyo? =] l

Input interpretation

from Chicago, Illinois

distance =
[ Tokyo, Japan

Result
6313 miles
Unit conversions

10160 km (kilometers)
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. How far is it from Chicago to Tokyo? NEMFRFROERRSD? )

. The distance from Chicago, llinois to Tokyo, Japan is approximately 7,600 miles (12,200
kilometers). This is a very long distance and it would take a significant amount of time to
travel from one place to the other by any mode of transportation, The actual flight time
from Chicago, IL to Tokyo, Japan is about 16 hours, but this does not take into account
factors such as wind and the layover time at the airport.
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